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Resumen

En las pruebas de sistemas de tiempo real, y en particular los que tienen comportamiento
estocástico, es muy importante que éstas se ejecuten con la mayor probabilidad posible. El
objetivo de este trabajo final es implementar de forma eficiente una solución al problema de
optimización de la probabilidad de ejecución de casos de prueba de un modelo de sistema
de tiempo real con salidas estocásticas y entradas controladas por el usuario. El tiempo
en el que ocurren dichas entradas será tal que maximize la probabilidad de ocurrencia del
caso de prueba en el modelo. La herramienta se basa en la equivalencia entre este problema
y la maximización del volumen seccional de un politopo convexo. Esta implementación es
complementaria a una investigación reciente de Wolovick, D’Argenio, y Qu (reportada en
ICST 2009) sobre este problema. En particular, el desarrollo de la implementación permitió
evidenciar y corregir algunos problemas en dicho trabajo.

Clasificación ACM 1998:
D.2.4 (Software Engineering - Software Verification - Formal Methods)
D.2.5 (Software Engineering - Testing and Debugging )
Palabras Claves:
Métodos formales, Software Testing, Sistemas estocásticos, Sistemas en tiempo real, Deriva-
ción de casos de pruebas, Volumen seccional, Volitopo convexo

5



6



Agradecimientos

A mis viejos por darme la posibilidad de estudiar y desarrollarme como persona y
profesional, espero recompensar algún día todo el amor y apoyo que me dieron. A mi
hermano por ser mi socio de toda la vida. Y a toda mi familia, abuela, tíos, primos,
por alentarme en todas las circunstancias y siempre pedirme que dé lo máximo en todo
lo que emprenda.

A mi amor, Mariana, por darle luz a mis días más oscuros, por apoyarme y alentarme
a que me reciba de una buena vez. No lo hubiera logrado sin vos, te amo y gracias por
hacerme tan feliz.

A mis directores, Pedro D’Argenio y Nicolás Wolovick por confiar en mí para realizar
este trabajo y por su eterna predisposición.

A la banda del tío, por hacer de la facultad una experiencia mucho más placentera y
enriquecedora que continuaremos toda la vida.

A la facultad, por dar la excelente capacitación profesional y la predisposición de
todos, docentes, ayudantes, personal de la Biblioteca, Departamento de Alumnos, etc.
También al Estado Nacional y todos los argentinos por seguir apostando a la educación
universitaria pública y gratuita como motor del desarrollo económico, productivo y
social del país.

A la comunidad de software libre no sólo por brindarme las herramientas que me
permiten desarrollarme profesionalmente, en particular la realización de este trabajo,
sino también por defender la libertad de los usuarios para ejecutar, copiar, distribuir,
estudiar y/o, modificar el software.

7



8



Índice general

1. Introducción 11

1.1. Motivación . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 11

1.2. Objetivos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 12

1.3. Descripción general . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 12

I Fundamentos teóricos 13

2. Testing de sistemas de tiempo real basado en modelos 15

3. Base matemática 21

3.1. Probabilidad . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 21

3.2. Geometría . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 22

4. Autómata de entrada/salida temporizado estocástico 29

5. Optimización de probabilidad de ejecución de prueba 35

5.1. Probabilidad de ejecución de un caso de prueba . . . . . . . . . . . . . . . . 35

5.2. Cálculo y evaluación de volúmenes paramétricos . . . . . . . . . . . . . . . . 38

5.3. Maximización de probabilidad de casos de prueba . . . . . . . . . . . . . . . 46

II Implementación 51

6. Descripción del algoritmo 53

6.1. Cálculo de ejecución de prueba paramétrica . . . . . . . . . . . . . . . . . . 54

6.2. Derivación del politopo convexo paramétrico . . . . . . . . . . . . . . . . . . 57

6.3. Determinar la satisfactibilidad del sistema de desigualdades . . . . . . . . . . 59

6.4. Calcular el volumen seccional del politopo convexo paramétrico . . . . . . . 61

6.4.1. Descomposición del politopo convexo . . . . . . . . . . . . . . . . . . 62

6.4.2. Determinar condición de aplicación y su satisfactibilidad . . . . . . . 66

6.4.3. Cálculo del volumen de cada porción . . . . . . . . . . . . . . . . . . 67

6.5. Búsqueda del máximo volumen del politopo convexo paramétrico . . . . . . 70

6.5.1. Evaluación de la función de volumen . . . . . . . . . . . . . . . . . . 71

6.5.2. Búsqueda multidimensional por conjuntos de direcciones . . . . . . . 72

9



7. Arquitectura, diseño detallado y metodología de desarrollo de TEO 79
7.1. Arquitectura . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 79
7.2. Diseño detallado . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 80

7.2.1. Driver . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 80
7.2.2. Optimización de la ejecución de prueba . . . . . . . . . . . . . . . . . 80
7.2.3. Satisfactibilidad y región de incertidumbre . . . . . . . . . . . . . . . 81
7.2.4. Cálculo de la función de evaluación . . . . . . . . . . . . . . . . . . . 83
7.2.5. Descomposición del politopo paramétrico . . . . . . . . . . . . . . . . 83
7.2.6. Schechter . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 83
7.2.7. Fourier-Motzkin . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 84
7.2.8. Maximización de la función de evaluación . . . . . . . . . . . . . . . . 84

7.3. Detalles de la implementación y metodología de desarrollo . . . . . . . . . . 84

III Resultados 87

8. Experimentos 89
8.1. Pruebas con diferentes ejecuciones . . . . . . . . . . . . . . . . . . . . . . . . 89
8.2. Resultados obtenidos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 92
8.3. Análisis de desempeño . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 92

9. Conclusiones 97
9.1. Trabajos futuros . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 98

10



Capítulo 1

Introducción

1.1. Motivación

Testear software engloba un conjunto de actividades que tienen el objeto de evaluar
la calidad del producto, identificando defectos y problemas. Más precisamente, consiste en
verificar dinámicamente el comportamiento de un programa a través de un grupo finito de
casos de prueba, debidamente seleccionados del, típicamente infinito, ámbito de ejecuciones,
todo en relación al comportamiento esperado.

El concepto detrás del testing basado en modelos es usar modelos que expliciten el com-
portamiento esperado del sistema para generar y realizar la prueba de software. Las trazas
de estos modelos son interpretadas como casos de prueba para la implementación, indicando
las entradas a proveer y las salidas a esperar. La selección de un conjunto finito de trazas
finitas del total de trazas del modelo, se determina de acuerdo a un criterio de cobertura par-
ticular, ya que usualmente no es posible generar conjuntos de prueba exhaustivos. Durante
la ejecución, la implementación (o SUT, system under test) es alimentada con las entradas
y la salida de esta es comparada con la del modelo.

Pensando en sistemas de tiempo real, las entradas no sólo están compuestas por las
entradas propiamente dichas sino también por el momento en que éstas deben realizarse.
Además si estamos ante la presencia de probabilismo, la ejecución de una traza particular
del sistema no es certera, existe una probabilidad de que se ejecute y esta no sólo depende
del orden de las entradas sino también de los tiempos en los que éstas se realicen.

Si la derivación, la ejecución y la evaluación de las pruebas son actividades costosas,
además uno espera que la ejecución de las pruebas, entre otras cosas, sea eficiente. Por
lo tanto, es necesario incrementar la probabilidad de éxito de la ejecución de un caso de
prueba, donde por “éxito” queremos decir “que la prueba ejecute la traza esperada”. Para eso
la derivación del caso de prueba no sólo debe indicar entradas a realizar y salidas esperadas,
sino también los tiempos óptimos de las entradas.

TEO pretende implementar una técnica que completa la derivación de un caso de prueba
particular con los tiempos de entrada que dan la mayor probabilidad de éxito posible en
la ejecución y cuantificar esta probabilidad. Esta técnica ha sido desarrollada por Pedro
D’Argenio, Nicolás Wolovick y Hongyang Qu en el trabajo [42].
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1.2. Objetivos

Estudiar la eficiencia de la técnica propuesta en [42] mediante la realización de un
prototipo de herramienta que la implemente.

Estudiar las posibles optimizaciones a la técnica propuesta mediante modificaciones
del prototipo anterior.

Realizar estudios sobre casos de prueba con casos representativos.

1.3. Descripción general

El presente trabajo final consiste en la construcción de una herramienta que tome un caso
de prueba de un sistema de tiempo real y provea los tiempos en los que deberá realizarse
cada entrada de manera tal que se maximice la probabilidad de ejecución del mismo.

La técnica sugerida en [42] utiliza un modelo del sistema de tiempo real. En este modelo
hay acciones de entrada (controladas) y de salida (no controladas): las entradas son comple-
tamente controladas por el usuario y las salidas son acciones temporizadas de acuerdo a una
distribución uniforme. Asumiendo que los casos de prueba son obtenidos por alguna técnica
([41, 30, 40]), consideraremos a un caso de prueba como una secuencia de entradas y salidas
que finalizan en un veredicto. La ejecución de casos de prueba puede ser vista como un juego
entre el tester, que alimenta las entradas, y el sistema bajo prueba, que posee el rol opuesto
de producir las salidas. Estas salidas pueden ser o no las esperadas en el caso de prueba.
En este último caso el veredicto probablemente no será concluyente. La técnica deriva los
tiempos óptimos de alimentación de cada entrada del caso de prueba al sistema bajo prueba
de forma tal que el sistema es guiado con la mayor probabilidad al final del caso de prueba,
donde el veredicto es llevado a cabo.

En el trabajo citado se muestra que este problema de optimización es equivalente al
problema de maximización del volumen de una sección de un politopo convexo. Como ha
sido señalado por sus autores la complejidad teórica de este último problema es exponencial.
Aun así, dadas las características del problema original, los autores sostienen que en sistemas
reales la complejidad debería ser significativamente menor y por lo tanto ser útil en términos
prácticos. En este trabajo proveemos evidencia de esta hipótesis.

En la primer parte del trabajo, comenzaremos discutiendo qué es y cómo se realiza el
testing basado en modelos de sistemas de tiempo real. En el Capítulo 3 discutiremos los
fundamentos matemáticos necesarios para resolver este problema. En el capítulo siguiente
describimos el modelo para sistemas estocásticos de tiempo real y su semántica. Discutimos
qué es un caso de prueba, cómo determinar su probabilidad de ejecución y la equivalencia en-
tre optimizar esta probabilidad y maximizar el volumen de un politopo conveco paramétrico
en el Capítulo 5. También mostraremos la técnica propuesta para realizar esta maximización.

La segunda parte del trabajo, se inicia discutiendo el algoritmo general de la herramienta
y cómo se implementó cada piso. La arquitectura, el diseño detallado y la metodología de
desarrollo es discutida en el Capítulo 7.

En la última parte, presentaremos los resultados obtenidos de diferentes ejecuciones de
la herramienta y las conclusiones obtenidas en este trabajo.
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Parte I

Fundamentos teóricos
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Capítulo 2

Testing de sistemas de tiempo real
basado en modelos

¿Qué es testing de software?

El testeo de software es una actividad importante en el proceso de desarrollo de software.
Engloba un conjunto de actividades que tienen el objeto de evaluar la calidad del producto,
identificando defectos y problemas. Las pruebas del software consisten en verificar dinámi-
camente el comportamiento de un programa a través de un grupo finito de casos de prueba,
debidamente seleccionados del, típicamente infinito, ámbito de ejecuciones, en relación al
comportamiento esperado. [15]

Los siguientes aspectos caracterizan al testeo de software:

Verificación dinámica: testear software siempre supone ejecutar el programa ingresando
datos.

Conjunto finito de pruebas: incluso en programas sencillos, teóricamente podría haber
tantas pruebas que realizar, que hacer pruebas exhaustivas podría demorar meses o
años.

Pruebas seleccionadas: la diferencia esencial entre las diferentes técnicas de pruebas se
encuentra en cómo se escoge el conjunto de pruebas.

Comportamiento esperado: debería ser posible, aunque a veces no sea fácil, decidir si
el resultado observado de la ejecución de un programa es aceptable o no.

¿Qué es y cómo se realiza la derivación de las pruebas?

De manera frecuente, el comportamiento esperado es definido con especificaciones de
requerimientos informales e incompletas. Los analistas de testing usan estos documentos
para obtener un entendimiento aproximado del comportamiento deseado. Podemos decir
que construyen un modelo mental del sistema. Este modelo mental es entonces usado para
derivar casos de prueba para la implementación. Este enfoque es implícito y desestructurado,
no pone atención a los detalles y no es reproducible.
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¿Qué es y cómo se realiza el testing basado en modelos?

Para contrarrestar las deficiencias de un enfoque informal de la derivación del testing, po-
demos utilizar el testing basado en modelos. Esta técnica prescribe la utilización de modelos
que explicitan el comportamiento esperado del software para generar los casos de pruebas.
Esto es debido a que las trazas de estos modelos son interpretadas como casos de prue-
ba para la implementación indicando las entradas a proveer y las salidas esperadas de la
implementación.

En el paso siguiente a la construcción del modelo, se seleccionan un conjunto de trazas
del modelo de acuerdo a un criterio de cobertura particular. Esta etapa es conocida como
especificación o derivación de los casos de prueba.

Antes de usarse como casos de pruebas, las trazas generadas también pueden ser verifi-
cadas manualmente para establecer si el modelo representa los requerimientos del sistema.
Esta es una actividad de validación, encargada de verificar si un artefacto, el modelo en este
caso, satisface los requerimientos de los usuarios reales.

Finalmente, en tiempo de ejecución las entradas son alimentadas a la implementación y
la salida de la implementación se compara con la del modelo. Estas pruebas aumentarán la
confianza que la implementación corresponde con el modelo, o probarán que no es así. La
ejecución de los casos de prueba en el SUT es una actividad de verificación: indaga si la
implementación se comporta adecuadamente.

Un punto esencial en la utilización de modelos es que estos son más abstractos o simples
que la implementación. Por lo tanto son más fáciles de entender, validar, mantener, y más
útiles para generar casos de prueba.

Los modelos de tipo autómata han sido ampliamente estudiados como base para la deri-
vación de pruebas (por ejemplo [30, 41]).
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¿Qué es y qué características poseen los sistemas en tiempo real?

Un sistema se denomina de tiempo real cuando su funcionalidad no sólo depende de
los resultados lógicos de un cómputo sino también del tiempo en que esa computación se
realiza [13]. Generalmente se encuentran en sistemas embebidos y probablemente desem-
peñando alguna funcionalidad crítica, donde la posibilidad de destrucción de información,
bienes valiosos o la vida de personas está en juego. Por ejemplo, son usados en aviación,
automóviles, sistemas de control de procesos industriales, etc. Por lo tanto, la corrección de
estos sistemas es un tema fundamental para sus desarrolladores y usuarios. En este trabajo,
nos enfocaremos en el testeo de este tipo de sistemas.

¿Qué desafíos y características tiene el testing de sistemas en tiempo real?

Las características particulares que presentan los sistemas de tiempo real, hacen más
difíciles los problemas usuales del testing, ya que agregan problemas adicionales. Por ejemplo,
el tiempo se incorpora como una variable continua no controlada del entorno de ejecución
[38].

¿Cómo se usa testing basado en modelos en sistemas de tiempo real?

Las técnicas de testing basado en modelos en principio son aplicables al testeo de sistemas
de tiempo real aún cuando el comportamiento temporal agrega una nueva dimensión del
espacio de entradas. Pero la derivación de pruebas para sistemas de tiempo real ha resultado
ser un duro problema a la hora de obtener un conjunto de pruebas exhaustivas [40]. Con esto
en mente, estas técnicas no buscan exhaustividad sino que responden a un criterio particular
de cobertura (ver por ejemplo [20, 32, 23, 17]).

¿Por qué es importante que las pruebas se ejecuten correctamente?

La ejecución de las pruebas de sistemas en tiempo real presenta la fuente de las diferencias
más significativas en comparación con las pruebas de software que no es de tiempo real,
parcialmente por las restricciones temporales, característica esencial de este tipo de sistemas,
[38] y parcialmente por el no determinismo o probabilismo que suele caracterizarlos. Al ser
de tiempo real, ahora no solo importa la secuencia de las entradas del caso de prueba sino
también el tiempo de ocurrencia de las mismas. Al no ser determinista o siendo probabilista
existe la posibilidad de que al querer reproducir un comportamiento, incluso proveyendo
las mismas entradas, este comportamiento no se repita. Dado que la derivación, ejecución y
evaluación de las pruebas son actividades costosas, uno espera que la ejecución de las pruebas
sea eficiente. Además la reproducibilidad de las pruebas es muy importante para las pruebas
de regresión. Estas son las pruebas que se realizan para probar si un cambio en el software
no ha introducido nuevos errores en funcionalidades ya probadas.
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¿Cómo modelamos los sistemas en este trabajo?

En este trabajo, asumiremos que un sistema de tiempo real es modelado como un conjun-
to de componentes en paralelo. Cada componente es modelado como un autómata controlado
donde acciones (controladas) de entrada son dirigidas por el entorno y acciones (no contro-
ladas) de salida pueden ocurrir dentro de un intervalo de tiempo dado. La mejor opción
posible para estimar el tiempo de ocurrencia de un evento cuando sólo un intervalo de tiem-
po es conocido, es asumiendo que este es uniformemente distribuido ya que la distribución
uniforme es precisamente la distribución con máxima entropía soportada en un intervalo
cerrado. También hay una consecuencia técnica de elegir la distribución uniforme: la función
de densidad es una función constante y esto hace que el problema con el que trabajamos
sea mucho más tratable. También consideraremos los casos de prueba modelados como una
secuencia de entradas y salidas, finalizando en un veredicto [42].

¿Qué hacemos en este trabajo?

Por la presencia del no determinismo externo y el probabilismo interno, la ejecución
del caso de prueba puede ser vista como un juego entre el tester, que realiza las entradas,
y el sistema bajo pruebas, que juega el rol opuesto produciendo las salidas. Estas salidas
pueden ser esperadas en los casos de prueba; o inesperadas, en cuyo caso el veredicto será
probablemente inconcluso.

En este trabajo implementamos una herramienta que deriva el tiempo óptimo para rea-
lizar cada entrada del caso de prueba al SUT de modo que el sistema sea guiado con la
máxima probabilidad hasta el final del caso de prueba donde se realiza el veredicto. Al in-
cluir los tiempos de las entradas, el caso de prueba contará con los requisitos para realizar
una ejecución, por lo cual podemos decir que se completa su derivación. A esta la llamaremos
TEO por la abreviatura de “test execution optimizer”, es decir “optimizador de ejecución de
pruebas” en inglés.

En nuestra implementación haremos los cálculos de los tiempos de las entradas antes
de la ejecución. Para eso utilizaremos el hecho de que el problema de calcular los tiempos
óptimos de las entradas para maximizar la probabilidad de ejecución de un caso de prueba
es equivalente a maximizar el volumen seccional de un politopo convexo. Este trabajo se
basará en la técnica descripta por Wolovick, D’Argenio y Qu [42].

¿Qué no hacemos en este trabajo?

El objetivo de este trabajo no abarca la derivación completa de casos de prueba, sino
completarlos con los mejores tiempos en lo que las entradas deben ser provistas. Al igual
que en [42], asumiremos que la secuencia de entradas y salidas de los casos de pruebas son
obtenidos de alguna forma (probablemente, de una abstracción) del modelo. En el mismo
trabajo se citan al menos dos técnicas conocidas para la derivación de casos de pruebas sobre
modelos más abstractos que el utilizado en este trabajo: Input/Output labelled transition
system [41], y observable nondeterministic finite state machine [30]. Incluso cuando más
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técnicas conocidas pueden generar estas secuencias, hay que considerar cuidadosamente los
casos generados. Cuando el tiempo es ignorado por la técnica, pueden derivarse casos de
prueba imposibles de ejecutar. Es de esperar que TEO detecte estas secuencias sin posibilidad
de ser ejecutadas.

Otras técnicas [20, 32, 23, 16, 40] consideran el tiempo al realizar las derivaciones y no
generan pruebas imposibles. Aun así la derivación de pruebas temporizadas puede volverse
muy costosa si intenta ser exhaustiva[40]. Si bien el cálculo de probabilidad de ejecución
podría realizarse sobre los casos de prueba generados por estas técnicas, no forma parte de
este trabajo aunque sí da evidencia de que puede ser implementado.
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Capítulo 3

Base matemática

3.1. Probabilidad

Dado un conjunto Ω y una colección F de subconjuntos de Ω, llamaremos a F una σ-
álgebra si y sólo si Ω ∈ F y F es cerrada bajo complemento y unión contable. Nosotros
llamaremos a este par (Ω,F) un espacio medible. Cualquier conjunto A ∈ F es llamado
medible.

Un espacio topológico es un conjunto X junto con T , una colección de subconjuntos de
X, satisfaciendo los siguientes axiomas:

1. El conjunto vacío y X están en T .

2. La unión de cualquier colección de conjuntos T también se encuentra en T .

3. La intersección de cualquier colección finita de conjuntos T también se encuentra en
T .

La colección T es llamada una topología sobre X. Los conjuntos en T son llamados
conjuntos abiertos.

Un conjunto de Borel es cualquier conjunto en un espacio topológico que puede ser
formado por conjuntos abiertos por las operaciones de unión contable, intersección contable
y diferencia.

Para un espacio topológico T , la colección de todos los conjuntos de Borel de T , forman
σ-álgebra de Borel de T que denotaremos por B(T ). Por ejemplo, B(R+) denota el conjunto
generado por todos los intervalos abiertos por derecha de R+. B(T ) es la menor σ-álgebra
que contiene todos los conjuntos abiertos.

Dada una σ-álgebra A, una función µ : A → [−∞,+∞] es llamada σ-aditiva si para toda
secuencia A1, A2, ..., Ak, ..., de conjuntos disjuntos en A vale que µ(∪∞n=1An) =

∑∞
n=1 µ(An)

Dado un espacio medible (Ω,F), una función σ-aditiva P : F → [0, 1] es llamada una
medida de probabilidad si P (Ω) = 1. La terna (Ω,F , P ) es un espacio medible probabilístico.
Una función f : (Ω1,F1) → (Ω2,F2) es medible si ∀A2 ∈ F2, f

−1(A1) ∈ F1, i. e. la función
inversa mapea medibles a medibles. Esta condición es satisfecha por una σ-álgebra de Borel
sobre los reales si y sólo si f−1([a, b)) ∈ B(R+), i. e. esto tiene que ser válido para los genera-
dores, o sea, para los intervalos [a, b) con a, b ∈ Q. Una variable aleatoria X sobre un espacio
de probabilidad (Ω,F , P ) es una función medible de Borel de Ω a R. Por ejemplo, la función
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identidad o cualquier función lineal es una variable aleatoria en el espacio de probabilidad
(R,B(R), P ). Dada una variable aleatoria X, la medida de probabilidad inducida por X es
PX(B)

.
= P{ω | X(ω) ∈ B} = P (X−1(B)), donde B ∈ B(R) y X−1(B) es un conjunto me-

dible ya que X es medible. Una función medible de Borel f es la densidad de probabilidad de
la variable aleatoria X si PX(B) =

∫

B
f(x)dx para todo B ∈ B(R). Ejemplos de una función

de densidad es la distribución uniforme en [a, b], f(x) = (if a ≤ x ≤ b then (b−a)−1
else 0).

Un vector aleatorio X es una función medible de Ω a Rn, a la cual las definiciones previas
aplican y pueden considerarse como n variables aleatorias (X1, ..., Xn). Estas variables alea-
torias se dicen independientes si P{X1 ∈ B1, ..., Xn ∈ Bn} = P{X1 ∈ B1}...P{Xn ∈ Bn}
y esto corresponde a la intuición de que el conocimiento de cualquier subconjunto de varia-
bles aleatorias no afecta las probabilidades del resto. Dado un vector X = X1, ..., Xn con
funciones de densidad f1, ..., fn por la definición previa y [8, Corolario 4.8.5] tenemos que:

PX(B) =

∫

B

f1(x1)...fn(xn)dx1...dxn

3.2. Geometría

Definición 3.1. Un subconjunto K del espacio euclídeo se llama convexo si para todo
x1, x2 ∈ K y 0 ≤ λ ≤ 1 entonces λx1+(1−λ)x2 ∈ K. i. e. si contiene a todo segmento lineal
que conecta a todos sus pares de puntos.

De manera opuesta,

Definición 3.2. Un subconjunto K del espacio euclídeo se llama cóncavo si existen x1, x2 ∈
K y 0 ≤ λ ≤ 1 tal que λx1 + (1− λ)x2 /∈ K. i. e. si contiene un segmento lineal que conecta
a un par de puntos propios, pero incluye puntos fuera de este.

En R2, podemos visualizar los conceptos en estos ejemplos:
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El dodecaedro estrellado pequeño (a la izquierda) es un conjunto cóncavo en R3. La
envoltura convexa de este, es decir la intersección de todos los conjuntos convexos que lo
contienen, es el icosaedro (a la derecha).

Definición 3.3. En Rn llamamos semiespacio a los conjuntos de puntos en una de las
dos regiones en el cual un hiperplano divide el espacio completo, i. e. las soluciones de
a1x1 + ...+ anxn ≤ b.

Por ejemplo, en R3 el hiperplano z = −x− y divide el espacio completo en los semiespacios
−x− y + z ≥ 0 (en amarillo) y −x− y + z ≤ 0 (en rojo).

Definición 3.4. Un politopo convexo es un subconjunto acotado de Rn el cual puede ser de-
finido de forma equivalente como soluciones de la desigualdad lineal A~x ≤ ~b o la intersección
finita de semiespacios.
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Los politopos convexos son cerrados bajo intersecciones y proyecciones. Por ejemplo, pode-
mos ver como 6 semiespacios en R3 definen un politopo convexo.

Definición 3.5. Dados dos politopos K1, K2 la suma de Minkowski es la suma de todos los
vectores que pertenecen a cada politopo K1 +K2

.
= {x1 + x2 | x1 ∈ K1, x2 ∈ K2}.

De forma similar podemos definir la multiplicación escalar

Definición 3.6. Dados un politopos K2 y un escalar λ la multiplicación escalar de un
politopo es el conjunto λK = {λx | x ∈ K}.

Por Vol(K) denotaremos el volumen del politopo K.

En la siguiente figura vemos la suma de Minkowski de un cuadrado y un círculo.

Una función convexa es una función continua cuyo valor en el punto medio de cada
intervalo dentro de su dominio no supera a la media aritmética de los valores en los extremos
de dicho intervalo. En términos formales:
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Definición 3.7. Una función f(x) a R se dice que es convexa si para todo par de puntos x1

y x2 en el dominio X y todo t ∈ [0, 1] vale: f(tx1 + (1− t)x2) ≤ tf(x1) + (1− t)f(x2). Una
función f se dice que es cóncava si −f es convexa.

Una función f(x) entre dos conjuntos ordenados es unimodal si para algún valor m (la
moda), esta es monótona creciente para x ≤ m y monótona decreciente para x ≥ m. Es este
caso, el valor máximo de f(x) es f(m) y no hay otro máximo local.

A continuación observamos dos funciones unimodales continuas, notando que la función
a la derecha además es cóncava.
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Este concepto es extendido a funciones medibles multidimensionales [25].

Definición 3.8. Si f es una función medible no negativa en Rd, diremos que f es unimodal
si los conjuntos de nivel L(f, t)

.
= {x | f(x) ≥ t} son convexos para todo t ≥ 0.

Por ejemplo, la función f : R2 → R con f(x) = 50
x2+y2+10

es unimodal.

La convexidad de los conjuntos de niveles nos permite decir lo siguiente.

Proposición 3.9. En cada función unimodal, el máximo local coincide con el máximo global.

Definición 3.10. Dado un politopo convexo K ⊆ Rd y la función generadora de subespacio
H : Rc → Rd con c ≤ d, donde H(x1, ..., xc) = {(x1, ..., xc, xc+1, ..., xd) | xc+1, ..., xd ∈ R},
definimos el volumen seccional del politopo VK(~x)

.
= Vol(K ∩H(~x)).

Notar que si bien la función H llega a Rd, el resultado de aplicar H es un volumen de
dimensiones d− c.
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Sea K ⊆ R3 un politopo convexo, en las siguientes figuras podemos ver las secciones al
intersecar K con H(3) y H(3, 4).

La desigualdad de Brunn-Minkowski [25] relaciona el volumen de dos cuerpos convexos:

Teorema 3.11. Dados politopos convexos K, L en Rd y λ ∈ (0, 1) la siguiente desigualdad
es válida: Vol(λK + (1− λ)L)1/d ≥ λVol(K)1/d + (1− λ)Vol(L)1/d.

Tendremos en cuenta la siguiente inclusión de conjuntos que involucra la suma de Min-
kowsky.

Corolario 3.12. Dados politopos convexos K, L en Rd con 0 ≤ λ ≤ 1 la siguiente inclusión
es válida: K ∩H(λ~x1 + (1− λ) ~x2) ⊇ λ(K ∩H( ~x1)) + (1− λ)(K ∩H( ~x2))

El siguiente corolario es el resultado principal de este capítulo.

Corolario 3.13. El volumen seccional V (~x) de un politopo convexo es una función unimodal.

Demostración. Sea ~x1, ~x2 ∈ Rc y S1 = K ∩ H( ~x1), S2 = K ∩ H( ~x2). Observar que S1, S2

son politopos convexos en Rd−c. Recordemos que de acuerdo a 3.8, V (~x) es unimodal si los
conjuntos de nivel L(V, t) son convexos para todo t ≥ 0. Ahora suponiendo que 0 ≤ λ ≤ 1 y
~x1, ~x2 ∈ L(V, t), con V ( ~x1), V ( ~x2) ≥ t, demostraremos que V (λ~x1 + (1− λ) ~x2) ≥ t.
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V (λ~x1 + (1− λ) ~x2)
1/(d−c)

= {De acuerdo a 3.10}

Vol(K ∩H(λ~x1 + (1− λ) ~x2))
1/(d−c)

≥ {De acuerdo a 3.12}

V ol(λ(K ∩H( ~x1)) + (1− λ)(K ∩H( ~x2)))
1/(d−c)

= {Definición de S1, S2}

V ol(λ(S1) + (1− λ)S2))
1/(d−c)

≥ {De acuerdo a 3.11}

λV ol(S1)
1/(d−c) + (1− λ)V ol(S2)

1/(d−c)

= {Definición de S1, S2}

λV ol(K ∩H( ~x1))
1/(d−c) + (1− λ)V ol(K ∩H( ~x2))

1/(d−c)

= {De acuerdo a 3.10}

λV ( ~x1)
1/(d−c) + (1− λ)V ( ~x2)

1/(d−c)

≥ {Dado que ~x1, ~x2 ∈ L(V, t)}

λt1/(d−c) + (1− λ)t1/(d−c)

= {Aritmética}

t1/(d−c)
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Capítulo 4

Autómata de entrada/salida
temporizado estocástico

Definición 4.1. Un autómata de entrada/salida temporizado estocásticamente (STIOA, del
inglés Stochastic Timed I/O Automaton) es una estructura T = (V, Σ) donde:

1. V es un conjunto finito de variables de programa, y

2. Σ es un conjunto finito de transiciones particionadas en dos conjuntos: el conjunto ΣI

de transiciones de entrada y el conjunto ΣO de transiciones de salida.
Cada transición α ∈ Σ incluye los siguientes componentes:

a) un predicado de primer orden en(α) sobre las variables V llamado condición
habilitante de α

b) una función de transformación Fα : V → V sobre las variables V , la cual es
aplicada a ellas mismas si la transición α es tomada

c) para transiciones de salida α = αO ∈ ΣO, el intervalo [ lαO
, uαO

] establece la cota
inferior y superior de la duración del período durante el cual vale en(αO) antes
de que αO pueda ser ejecutada, nosotros requerimos lαO

< uαO
. Por simplicidad,

ambas cotas pertenecen a N.

Ejemplo 4.2. Veamos un sistema que tiene tres componentes paralelas con dos transiciones
de entrada i, j y cuatro de salida a, b, c, d. La transición de salida a es usada para
sincronizar la habilitación de i y j, y para ese propósito fue dividida en emisor a! y receptor
a? sincronizados.
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Formalmente, llamaremos a este STIOA M = (V,Σ) donde:

1. El conjunto de variables V = s, t, u con s, t ∈ {1, 2, 3, 4} y u ∈ {1, 2, 3}.

2. El conjunto de transiciones Σ = ΣI ∪ΣO es formado por ΣI = {i, j} y ΣO = {a, b, c, d}.

3. Las condiciones habilitantes de las transiciones son:

en(a)
.
= s = 1 ∧ t = 1

en(b)
.
= s = 3

en(c)
.
= t = 3

en(d)
.
= u = 1

en(i)
.
= s = 2

en(j)
.
= t = 2

4. Las funciones de transformación son:

Fa(s, t, u) = (s+ 1, t+ 1, u) si en(a)

Fb(s, t, u) = (s+ 1, t, u) si en(b)

Fc(s, t, u) = (s, t+ 1, u) si en(c)

Fd(s, t, u) = (s, t, u+ 1) si en(d)

Fi(s, t, u) = (s+ 1, t, u) si en(e)

Fj(s, t, u) = (s, t+ 1, u) si en(f)

Fα(s, t, u) = (s, t, u) cc

5. Las cotas de ejecución para las transiciones de salida αO son lαO
para la cota inferior

y uαO
para la superior:

la = 1 , ua = 2

lb = 4 , ub = 6

lc = 2 , uc = 5

ld = 1 , ud = 9

Cada transición de salida αO está asociada con un reloj regresivo cl(αO). Cada vez que
αO se habilita, o sea en(αO) pasa a ser válida, cl(αO) se establece en un valor en el intervalo
[ lαO

, uαO
]. Entonces su valor comienza decrecer. Notar que los relojes no son discretos, el

valor de cada reloj pertenece a R. Una vez que es igual a cero, αO es ejecutada. Si αO es
deshabilitada, deja de valer en(αO), antes de que su reloj alcance cero, el reloj deja de correr y
vuelve a cero (notar que αO no es ejecutada). También hay un reloj global incremental cl(gt)
por sistema. Cuando el sistema empieza a ejecutarse, este comienza a correr y nunca para. Un
estado s de T está conformado por el vector asignación V (s) de las variables de programa y
los valores de los relojes de las transiciones de salida cl(α)(s) y el global cl(gt)(s). Para cada
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αO ∈ ΣO, cl(αO)(s) (respectivamente cl(gt)(s)) denota la lectura de cl(αO) (respectivamente
cl(gt)) en el estado s, y por cada α ∈ ΣO ∪ ΣI , s � en(α) representa que la condición en(α)
de α vale en el estado s, i. e., α está habilitado en s.

En este modelo son diferentes las transiciones de entrada y salida, obteniendo un sistema
internamente probabilístico y externamente no determinístico.

Las transiciones de salida no son gobernadas por el ambiente y el tiempo de ocurrencia
de una transición de salida αO ∈ ΣO respeta una distribución de probabilidad cuyo conjunto
de salida es el intervalo [ lαO

, uαO
]. En el resto del trabajo, tomaremos que esta distribución

es uniforme en dicho intervalo.

En cambio, las transiciones de entrada son controladas por el ambiente. El preciso mo-
mento en el cual una transición de entrada toma lugar es elegido de forma no determinística
por el ambiente, respetando siempre la condición habilitante. Entonces no obedece ninguna
distribución de probabilidad inherente al modelo.

Definimos a una ejecución probabilística como un secuencia alternante de pasos de tiempo
y ejecuciones de transición comenzando en un estado inicial s0.

Definición 4.3. Una ejecución probabilística de un sistema T es una secuencia finita de
la forma s0g1α1s1g2α2s2g3...sn−1gnαnsn, donde si,gi son estados y αi son transiciones. El
estado s0 es el estado inicial de T . Si una transición β ∈ ΣO está habilitada s0 � en(β),
entonces cl(β)(s0) es un valor elegido al azar de [lβ , uβ]. El par adyacente si, gi+1 representa
un paso de tiempo, por lo tanto V (si) = V (gi+1), y donde todos los relojes habilitados se
descuentan uniformemente, entonces cl(αi+1)(si)− cl(αi+1)(gi+1) = cl(gt)(gi+1)− cl(gt)(si),
donde αi ∈ ΣO y si, gi+1 � en(αi). La tripla giαisi representa la ejecución de una transición,
por lo tanto αi tiene que estar habilitado en gi, i. e., gi � en(αi), si αi ∈ ΣO, y el valor de su
reloj debe ser 0, esto es cl(αi)(gi) = 0. La ejecución de la transición es instantánea es decir
cl(gt)(gi) = cl(gt)(si), y el estado cambia de acuerdo a V (si) = Fαi

(V (gi)). Si una ejecución
de transición β ∈ ΣO pasa a estar habilitada por la ejecución de αi tal que gi 2 en(β) y
si � en(β), o β = αi vuelve a estar habilitada otra vez si � en(β), entonces cl(β)(si) es un
valor elegido al azar de [lβ, uβ]. En el caso de que una transición γ ∈ ΣO sea deshabilitada
por la ejecución de αi tal que gi � en(γ) y si 2 en(γ), su reloj se reinicia, i. e., cl(γ)(si) = 0.
Los relojes de otras transiciones permanecen sin cambios en si y gi.

Definición 4.4. Un camino es una secuencia finita de acciones σ = α1...αn. Es consistente
con una ejecución ρ si es obtenida eliminando todos los estados de ρ.

Ejemplo 4.5. A continuación vemos la composición paralela del sistema de 4.2 para el
camino ρ = aijbc de una ejecución s0g1as1g2is2g3js3g4bs4g5cs5.

Los estados wi denotan a un estado entre si−1 y gi y que contiene los mismos valores
en las variables, o sea V (wi) = V (si−1) = V (gi). Podemos notar que múltiples ejecuciones
pueden realizar el mismo camino pero variando los momentos en que las transiciones ocurren.
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Denotaremos con val(i) = (s, t, u) la terna con los valores de las variables s, t y u para
el estado wi. En este ejemplo vemos que:

val(1) = (1, 1, 1)

val(2) = (2, 2, 1)

val(3) = (3, 2, 1)

val(4) = (3, 3, 1)

val(5) = (4, 3, 1)

val(6) = (4, 4, 1)

Debajo observamos la representación gráfica de la ejecución.

Cuando el sistema alcanza un estado, se define un conjunto de transiciones que están
habilitadas. En este punto, comienza una carrera si hay más de una transición habilitada.
Por lo tanto la probabilidad de tomar una transición en particular es una función de todas
las transiciones habilitadas.

Definición 4.6. El intervalo habilitante de una transición α (no necesariamente en ρ)
con respecto a la ejecución ρ = s0g1α1s1g2α2s2g3...sn−1gnαnsn es [start(α), stop(α)] , don-
de start(α) = min{j | 0 ≤ j ≤ (n− 1)∧ sj � en(α)} y stop(α) = max{j | 1 ≤ j ≤ n∧ gj �
en(α)}. Si la transición nunca es habilitada en ρ, su intervalo habilitante es vacío.

Una transición es una transición participante de una ejecución ρ si su intervalo habilitante
con respecto a ρ es no vacío.

Ejemplo 4.7. Continuando con el ejemplo 4.5 podemos ver las transiciones participantes
en ρ. Los intervalos habilitantes respectivos serían :

start(a) = 0 , stop(a) = 1

start(b) = 2 , stop(b) = 4

start(c) = 3 , stop(c) = 5

start(d) = 0 , stop(d) = 5

start(i) = 1 , stop(i) = 2

start(j ) = 1 , stop(j ) = 3
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Por definición αi en ρ posee un intervalo habilitante no vacío que incluye i. Considera-
mos todas las transiciones participantes en un camino como diferentes, renombrando cada
ocurrencia cuando sea necesario para cumplir con esta restricción. Entonces podemos ver
que el intervalo habilitante de αi en ρ es continuo, i. e. sstart(i) � en(αi), gstop(i) � en(αi) y
∀j : j ∈[start(i) + 1, stop(i)− 1]:sj � en(αi) ∧ gj � en(αi).
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Capítulo 5

Optimización de probabilidad de
ejecución de prueba

5.1. Probabilidad de ejecución de un caso de prueba

Primero definimos un caso de prueba como un camino que finaliza en una transición
de salida, i.e. dado σ = α1α2...αn, entonces αn ∈ ΣO. Dado un caso de prueba corriendo
bajo la ejecución de ρ = s0g1α1s1g2α2s2g3...sn−1gnαnsn, sea [ρ] = {α1, ..., αn} el conjunto
de transiciones en el caso de prueba y [ρ]′ = {αn+1, ..., αm} el conjunto de transiciones que
han estado habilitadas en algún momento a lo largo de ρ pero que no pertenecen a [ρ], i.
e. las que no son ejecutadas en [ρ]. No consideraremos las transiciones de entrada que son
habilitadas durante ρ pero lo desvían de su ejecución. Dichas entradas podrían hacer que el
caso de prueba alcance un veredicto no concluyente, algo que uno puede evitar ya que las
entradas son controlables.

Sea [ρ]I = {I1, ..., Ik} ⊆ [ρ] ∪ [ρ]′ el conjunto de las transiciones de entrada y [ρ]O =
{O1, ..., Ol} ⊆ [ρ] ∪ [ρ]′ el conjunto de las transiciones de salida, donde k + l = m. Sea
X = {x0, ..., xn} el conjunto de puntos del tiempo global donde xi = cl(gt)(si) (1 ≤ i ≤ n)
es el instante donde αi ∈ [ρ] ocurre (tomamos x0 = 0 que es consistente con el hecho de que
x0 = cl(gt)(s0)). Para cualquier transición de salida aOj

∈ [ρ]O con período de habilitación
[start(Oj ), stop(Oj )], xstart(Oj ) ∈ X es el punto en el tiempo donde αOj

pasa a estar habilitada,
y xOj

= xstart(Oj ) + cl(αOj
)(sstart(Oj )) es el tiempo en que αOj

se espera que ocurra, donde
cl(αOj

)(sstart(Oj )) es el valor del reloj cl(αOj
) en el estado sstart(Oj ). Para cada a′Oj

∈ [ρ]′O,
xstop(Oj ) ∈ X es el tiempo en el que α′

Oj
pasa a estar deshabilitada.

Para poder calcular la probabilidad de ejecutar un caso de prueba dado, necesitamos
establecer restricciones de tiempo para el caso de prueba. Primero que todo, los puntos de
tiempo global en X están totalmente ordenados, lo cual se deduce de la ejecución secuencial
de las transiciones en [ρ].

x0 < x1 < ... < xn (5.1)

Para cada transición de salida (tomada o habilitada pero no tomada) αOj
∈ [ρ]O, el valor

inicial del reloj cl(αOj
) tiene que ser elegido dentro de las cotas cuando ha sido habilitado.

lOj
≤ cl

(

αOj

) (

sstart(Oj )

)

= xOj
− xstart(Oj ) ≤ uOj

(5.2)
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Para asegurarse que todas las transiciones de salida α′
Oj
∈ [ρ]′ no son ejecutadas, reque-

rimos la siguiente restricción, que pide que cuando α′
Oj

deja de estar habilitada, estas tienen
un valor de reloj mayor a uno,

xstop(Oj ) < xOj
(5.3)

Notar que si el sistema está compuesto solamente de salidas, entonces todos los xOj
estarían

acotados. Agregando entradas puede invalidarse esta propiedad. Como deseamos dar la me-
jor disposición temporal para alimentar las entradas, podemos de forma segura descuidar
sistemas para los cuales este tiempo les es indistinto. Desde ahora, asumiremos que el mode-
lo STIOA y el caso de prueba definen un sistema de desigualdades donde todos los valores
de tiempos globales x1, ..., xm están acotados.

Ejemplo 5.1. Siguiendo el Ejemplo 4.2 y tomando como caso de prueba a σ = aijbc, pode-
mos ver que tanto b, c como d tienen períodos de habilitación no unitarios. A continuación
transcribimos las desigualdades:

x0 < xa < xi < xj < xb < xc por (5.1)

1 ≤ xa ≤ 2
4 ≤ xb − xi ≤ 6
2 ≤ xc − xj ≤ 5
1 ≤ xd ≤ 9

por (5.2)

xc < xd por (5.3)

obtenidas del sistema que observamos a continuación.

Dada la ejecución ρ, las desigualdades (5.1), (5.2) y (5.3) definen una región B variando
sobre dos tipos diferentes de variables: entradas xIi y salidas xOj

. Las entradas están definidas
por el ambiente por eso las consideramos como parámetros externos. Las salidas tienen
comportamiento estocástico dado por variables aleatorias independientes en el espacio de
probabilidad (Ω,F , P ) = ([0, 1],B([0, 1]), U([0, 1])), i. e. el espacio de probabilidad uniforme
estándar en el intervalo real [0, 1]. Cada variable aleatoria es una función lineal xOj

: [0, 1]→
R+ que mapea el intervalo [0, 1] para caer en (5.2):

xOj
(w) = (uOj

− lOj
)w + lOj

+ xstart(Oj ) (5.4)

Entonces definiremos la región paramétrica B (xI1 , ..., xIk) como una función que dados los
parámetros de entrada nos devuelve la región limitada por variables aleatorias independientes
uniformemente distribuidas.
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Proposición 5.2. La probabilidad de la región paramétrica B (xI1 , ..., xIk) es:

PxO1
,...,xOk

(B (xI1 , ..., xIk)) =
VB (xI1 , ..., xIk)
∏l

j=1 uOj
− lOj

(5.5)

Demostración. Por definición la probabilidad de la región paramétrica B (xI1 , ..., xIk) está
dada por la ecuación:

PxO1
,...,xOk

(B (xI1 , ..., xIk)) =

∫

B(xI1
,...,xIk

)

f1(xO1)...fl(xOl
)dxO1... dxOl

donde fj es la función de densidad de probabilidad de la variable aleatoria xOj
. Como en

este caso fj(x) = ((xstart(Oj ) + uOj
)− (xstart(Oj ) + lOj

))−1 = 1
uOj

−lOj

, tenemos que:

PxO1
,...,xOk

(B (xI1 , ..., xIk)) =

∫

B(xI1
,...,xIk

)

l
∏

j=1

1

uOj
− lOj

dxO1 ... dxOl

Despejando las constantes, la probabilidad de una ejecución es:

PxO1
,...,xOk

(B (xI1 , ..., xIk)) =
l
∏

j=1

1

uOj
− lOj

·

∫

B(xI1
,...,xIk)

dxO1 ...dxOl

donde la integral es simplemente el volumen de la región paramétrica B (xI1 , ..., xIk) y
que es igual al volumen seccional de la región B con k hiperplanos Vol (B (xI1, ..., xIk)) =
V ol (B ∩H (xI1 , ..., xIk)) = VB (xI1 , ..., xIk).

PxO1
,...,xOk

(B (xI1 , ..., xIk)) =
VB (xI1 , ..., xIk)
∏l

j=1 uOj
− lOj

Notar que esta expresión sigue la clásica idea de teoría de probabilidad: la probabilidad
es el volumen posible dividido el volumen total.

Las entradas agregan parámetros a la probabilidad por lo tanto es razonable preguntarse
cuando esas acciones deben ser realizadas con el objetivo de maximizar la probabilidad del
caso de prueba. Para maximizar la probabilidad de ejecución hay que notar la siguiente
igualdad:

max
xI1

,...,xIk

(

PxO1
,...,xOk

(B (xI1 , ..., xIk))
)

= max
xI1

,...,xIk

(

VB (xI1 , ..., xIk)
∏l

j=1 uOj
− lOj

)

=

max
xI1

,...,xIk

VB (xI1 , ..., xIk)

∏l
j=1 uOj

− lOj

Puesto en otras palabras, para encontrar que xI1 , ..., xIk dan la máxima probabilidad de
ejecución del caso de prueba debemos encontrar que xI1 , ..., xIk dan el máximo volumen de
B (xI1 , ..., xIk).
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5.2. Cálculo y evaluación de volúmenes paramétricos

Dado un caso de prueba con las transiciones participantes α1...αnαn+1...αm tenemos un
sistema generado por las desigualdades (5.1), (5.2) y (5.3) que define la región B(xI1 , ..., xIk).
A la hora del cálculo del volumen de esta región si la desigualdad es estricta o no, no afecta
el resultado, por lo que tomaremos que todas son ≤. Este sistema de desigualdades se puede
describir como una desigualdad A~x ≤ ~b, donde A es un matriz de tamaño o × m cuyos
elementos elementos pertenecen a {−1, 0, 1}, o es el número de desigualdades generadas,
donde el vector ~x contiene las variables xI1 , ..., xIk de los tiempos de entrada y xO1, ..., xOl

de los tiempos de salida y el vector ~b es un vector columna conteniendo constantes enteras
de tamaño m. Como la desigualdades del sistema son de la forma ±xi ≤ c o xi−xj ≤ c este
sistema puede ser representado como una matriz de diferencias acotadas, más conocidas por
su sigla en inglés, DBM por “difference bound matrices” [22].

Habiendo establecido a B(xI1, ..., xIk) como el conjunto de soluciones del sistema {~x |

A~x ≤ ~b}, pasaremos a computar V (xI1, ..., xIk), que representa el volumen de un politopo
convexo paramétrico de dimensión l. Para esto, es necesario calcular una integral sobre un
poliedro, razón por la cual adaptaremos el método que desarrolló Schechter [36] para, en vez
de calcular integrales sobre poliedros, hacerlo sobre politopos convexos paramétricos.

Schechter utiliza el método Fourier-Motzkin para descomponer el poliedro en regiones
de integración que ofrezcan límites simples (i.e. afines) para la integración. Un límite de
integración es afín si es una combinación lineal de las variables y los coeficientes de las
mismas suman 1, o si es una constante. Las siguientes funciones son ejemplos de límites
afines 2x−y, x−y + z, (x+ y + z)/3 y kx+ (1− k)y.

El método de Fourier-Motzkin [37, Sec 12.2] es el equivalente a la eliminación de Gauss
para sistemas de desigualdades, pero a diferencia de este, Fourier-Motzkin agrega nuevas
desigualdades al sistema, e incluso es posible que lo haga de manera exponencial.

Este método de eliminación determina cuando un sistema de desigualdades y ecuaciones
lineales es consistente o no y, si lo es, nos permite buscar soluciones. Además puede operar
con desigualdades estricta y no estrictas, pero en nuestro caso utilizaremos la variante más
simple, la que lidia con sistemas A~x ≤ ~b.

La eliminación de una variable se realiza realizando operaciones sobre las filas de la matriz
aumentada (A,~b), donde A es una matriz m × n. A continuación se realizan los siguientes
pasos para eliminar la variable x1:

1. Reordenar las filas de (A,~b) y multiplicar las filas por constantes positivas como sea
necesario de manera tal que la primera columna se una cadena de 1 seguida de una
cadena de −1 seguida de 0. En el caso de que una de esas cadenas sea vacía, el sistema
es insatisfactible.
El sistema resultante se observa en la Figura (5.1), donde r, s, t > 0, r + s + t = m, y
tanto a′i′,j =

ai,j
|ai,1|

como b′i′ =
bi

|ai,1|
valen par de mismo par (i, i′) si ai,1 6= 0, sino existe

un par (i, i′) donde a′i′,j = ai,j y b′i′ = bi.

2. Por cada par (1,−1) de la columna 1 construir una nueva desigualdad sumando las

respectivas columnas de (A,~b). La desigualdad resultante es agregada al sistema.

Al realizar este paso obtenemos el sistema que llamaremos FM(A,~b) y que se observa
la Figura (5.2)
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1 a′1,2 . . . a′1,n b′1

. . . . . . . . . . . .

1 a′r,2 . . . a′r,n b′r

−1 a′r+1,2 . . . a′r+1,n b′r+1

. . . . . . . . . . . .

1 a′r+s,2 . . . a′r+s,n b′r+s

0 a′r+s+1,2 . . . a′r+s+1,n b′r+s+1

. . . . . . . . . . . .

0 a′r+s+t,2 . . . a′r+s+t,n b′r+s+t

Figura 5.1: Matriz resultante del primer paso de Fourier-Motzkin

1 a′1,2 . . . a′1,n b′1

. . . . . . . . . . . .

1 a′r,2 . . . a′r,n b′r

−1 a′r+1,2 . . . a′r+1,n b′r+1

. . . . . . . . . . . .

−1 a′r+s,2 . . . a′r+s,n b′r+s

0 a′r+s+1,2 . . . a′r+s+1,n b′r+s+1

. . . . . . . . . . . .

0 a′r+s+t,2 . . . a′r+s+t,n b′r+s+t

0 a′1,2 + a′r+1,2 . . . a′1,n + a′r+1,n b′1 + b′r+1

. . . . . . . . . . . .

0 a′r,2 + a′r+s,2 . . . a′r,n + a′r+s,n b′r + b′r+s

Figura 5.2: Matriz resultante de Fourier-Motzkin
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0 0 0 1 −1 0 5
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Figura 5.3: Matrices aumentadas del Ejemplo (5.1)

Ejemplo 5.3. Las desigualdades correspondientes al Ejemplo (5.1) forman el siguiente sis-

tema A~x ≤ ~b:

+xa − xi≤0

+xa ≤2

−xa ≤− 1

+ xd ≤9

− xd + xc ≤0

− xd ≤− 1

+xb − xc ≤0

+xb − xi≤6

−xb +xj ≤0

−xb + xi≤− 4

+ xc−xj ≤5

− xc+xj ≤− 2

−xj + xi≤0

En la Figura (5.3) vemos al mismo sistema denotado por la matriz aumentada M = (A |
~b) y la matriz M1 resultante de aplicar el método de Fourier-Motzkin que también representa
al mismo sistema.

El método de Schechter permite calcular integrales sobre un poliedro de n dimensiones,

40



representado por un sistema de desigualdades P . Para ello descompone el sistema P en un
conjunto de sistemas R = {R1, ..., Rm} de n dimensiones y 2n desigualdades, de forma tal
que

∫

P

f(x1, ..., xn)dx1...dxn =
m
∑

i=1

∫

Ri

f(x1, ..., xn)dx1...dxn

y para Ri los límites de integración para cada variable son afines, tanto por arriba como por
abajo.

Para esto, se construye un árbol de n+1 niveles, cuyos nodos son sistemas de desigualda-
des. En el nodo raíz (a nivel 0) se ubica el sistema original. Mantendremos como invariante
el hecho de que los nodos de nivel m presentan límites simples para las primeras m-ésimas
variables. Entonces para construir los hijos de un nodo de nivel m, tomaremos el sistema
resultante de eliminar las primeras 2m filas y 2m columnas. Sobre este sistema es que aplica-
remos Fourier-Motzkin y descompondremos como explicamos en el párrafo siguiente. Cada
sistema de la descomposición junto con las 2m filas que habíamos descartado forma un nodo
de nivel m+ 1.

La descomposición del sistema FM(A,~b), resultante de aplicar Fourier-Motzkin a la

matriz aumentada (A,~b), consiste en r × s matrices Pi,j. Cada matriz Pi,j con i ∈ 1, ..., r y

j ∈ 1, ..., s se obtiene de: para p = 1, ..., r, p 6= i reemplazar en FM(A,~b) la fila p por (fila p

- fila i) y para p = r + 1, ..., r + s, p 6= j reemplazar en FM(A,~b) la fila p por (fila p - fila
r + j).

En la Figura (5.4), vemos el sistema resultante respecto al sistema (A,~b) del nodo padre.
Debemos notar que las operaciones de filas realizadas en ambos algoritmos no modifican

la posibilidad de caracterizar como DBM a los sistemas resultantes de las descomposiciones.

Ejemplo 5.4. El método Schechter indica que el nodo raíz contiene al sistema M . Para
obtener los nodos de nivel 1, tomaremos la resultante de aplicar Fourier-Motzkin a M , en
este caso M1. Observamos que no hay un par de límites afines para la primer variable a
eliminar, en este caso xa, sino una terna de límites lo que no nos permite realizar integral
simple.

Para obtener los límites deseados descompondremos la matriz original, creando una ma-
triz nueva por cada par de límites afines posible (cada par conteniendo un límite positivo
y otro negativo) que involucre a la variable a eliminar. Además a cada límite no elegido,
que incluya la variable a proyectar, le restaremos el límite elegido del mismo signo. El resto
de los límites que no involucran a esta variable son mantenidos tal cual. En este ejemplo,
donde tenemos 3 límites que incluyen a xa (2 positivos y uno negativo) crearemos dos nodos
de nivel 1, donde en M1

1 elegimos el segundo límite y se lo restamos al primero y en M2
1

hacemos lo opuesto. Los nodos resultantes se observan en la Figura (5.5).
Para el siguiente nivel repetiremos el proceso a cada matriz, aplicaremos Fourier-Motzkin

y luego descompondremos, pero sin considerar los pares de límites afines obtenidos en el paso
anterior. Y así continuaremos hasta obtener un par de límites afines por variable.

Para nuestro problema decidimos modificar ligeramente el algoritmo de [36] de manera tal
que al aplicarlo sobre B(xI1 , ..., xIk) las variables que proyectemos sean solamente las salidas
xO1 , ..., xOl

. Generalizando el método de Schechter para poder indicarle que se detenga al
procesar la l-ésima dimensión (o al l-ésimo nivel), obtendremos en el último nivel del árbol
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1 a′1,2 − a′i,2 . . . a′1,n − a′i,n b′1 − b′i

. . . . . . . . . . . .

1 a′i−1,2 − a′i,2 . . . a′i−1,n − a′i−i,n b′i−1 − b′i

1 a′i,2 . . . a′i,n b′i

1 a′i+1,2 − a′i,2 . . . a′i+1,n − a′i,n b′i+1 − b′i

. . . . . . . . . . . .

1 a′r,2 − a′i,2 . . . a′r,n − a′i,n b′r − b′i

−1 a′r+1,2 − a′r+j,2 . . . a′r+1,n − a′r+j,n b′r+1 − b′r+j

. . . . . . . . . . . .

−1 a′r+j−1,2 − a′r+j,2 . . . a′r+j−1,n − a′r+j,n b′r+j−1 − b′r+j

−1 a′r+j,2 . . . a′r+j,n b′r+j

−1 a′r+j+1,2 − a′r+j,2 . . . a′r+j+1,n − a′r+j,n b′r+j+1 − b′r+j

. . . . . . . . . . . .

−1 a′r+s,2 − a′r+j,2 . . . a′r+s,n − a′r+j,n b′r+s − b′r+j

0 a′r+s+1,2 . . . a′r+s+1,n b′r+s+1

. . . . . . . . . . . .

0 a′r+s+t,2 . . . a′r+s+t,n b′r+s+t

0 a′1,2 + a′r+1,2 . . . a′1,n + a′r+1,n b′1 + b′r+1

. . . . . . . . . . . .

0 a′r,2 + a′r+s,2 . . . a′r,n + a′r+s,n b′r + b′r+s

Figura 5.4: Matriz resultante de Schechter
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Figura 5.5: Nodos de nivel 1 de la descomposición de Schechter para el Ejemplo (5.1)

un conjunto RB(xI1
,...,xIk

) de subregiones de B(xI1 , ..., xIk) con límites de integración simples

sobre los diferenciales. De cada subregión RB
i ∈ RB(xI1

,...,xIk
), obtendremos de las primeras 2l

filas los límites superiores e inferiores de la integral Pol(RB
i ) correspondiente a cada salida

xOi
(1 ≤ i ≤ l) en función de xI1 , ..., xIk , xO1, ..., xOi−1

y de la conjunción del resto de las filas
la condición de aplicación AC(RB

i ) de esta integral como una función booleana de xI1 , ..., xIk .
Continuar con Schechter no ofrece ninguna ventaja ya que no la hay en tener condiciones de
aplicación con pares de limites afines.

La integral Pol(RB
i ) puede ser resuelto por cómputo simbólico recursivamente usando

el teorema fundamental del cálculo
∫ b

a
xkdx = xk+1

k+1

∣

∣

∣

b

a
, obteniendo un polinomio de grado l

sobre las k variables de entrada.

La función de evaluación del volumen paramétrico será entonces:

V (xI1, ..., xIk) =
∑

RB
i ∈RB(xI1

,...,xIk
)

Pol(RB
i )× AC(RB

i )

Ejemplo 5.5. En la Figura (5.6), y siguiendo el ejemplo anterior, podemos ver el sistema de
un nodo de nivel 4. En este nivel vamos a terminar la descomposición, ya que corresponde a
la variable xc, el tiempo de ocurrencia de la última transición de salida del caso de prueba.

Este nodo corresponde entonces al polinomio

Pol(M1
4 ) =

∫ 6+xi

4+xi

∫ c

4+xi

∫ 9

c

∫ 2

1

dxa dxd dxb dxc =
22

3
− 2xi
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Figura 5.6: Uno de los nodos resultantes de la descomposición de Schechter para el Ejemplo
(5.1)

y a la condición de aplicación

AC(M1
4 ) = xi ≤ 3 ∧ xj ≤ 7 ∧ −xi < −2 ∧ xi − xj < −1 ∧ xj − xi ≤ 2

Para nuestro ejemplo la función de evaluación completa se puede observar en la Figura
(5.7).

Este algoritmo es diferente al presentado en el trabajo original [42]. En el citado trabajo
se indica que el conjunto de matrices resultantes de aplicar Schechter nos permite modelar
la función de evaluación como una función por partes. Esto no es cierto.

Al aplicar el método original de Schechter las subregiones resultantes de B(xI1, ..., xIk)
no son disjuntas, las intersecciones entre estas sólo se dan en hiperplanos, por lo que [36]
indica que para la integración podemos ignorar este hecho.

Pero nuestro problema es diferente, ya que lidiamos con la integral de un politopo con-
vexo paramétrico. Aún aplicando el método original, los hiperplanos resultantes pueden ser
disjuntos pero los que forman las condiciones de aplicación no lo serán necesariamente. Por
lo tanto la función de evaluación del volumen paramétrico obtenida de este método no es
una función por partes.

Este hecho también nos hace preguntar si es conveniente realizar Schechter hasta obtener
límites afines para los diferenciales (hasta la dimensión l-ésima) o continuar hasta hacer
afines incluso a las condiciones de aplicación. En este trabajo, hemos optado por la primer
opción porque es ventajosa respecto al desempeño de la herramienta.
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V (xi, xj) =
(

7 + (−1) xi + 8xixj + (−1) xix
2
j + (−7)x2

i + 1x3
i + (−8)xj + 1x2

j

)

× (xi ≤ 2 ∧ xj ≤ 4 ∧−xi < −1 ∧ xj − xi ≤ 4 ∧ xi − xj < −1)

+
(

(−9) + 15xi + (−7)x2
i + 1x3

i

)

× (xi ≤ 2 ∧−xi < −1 ∧ xj − xi ≤ 4 ∧ xi − xj < −1 ∧ −xj < −4)

+

(

(−147) +
245,0

2
xi +

(

−119,0

2

)

xixj +
19,0

2
xix

2
j +

(

−1,0

2

)

xix
3
j +

49,0

2
x2
i + (−7) x2

ixj +
1,0

2
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Figura 5.7: Función de evaluación para el Ejemplo (5.1)
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5.3. Maximización de probabilidad de casos de prueba

En la ecuación 5.5 la probabilidad de un caso de prueba fue establecida como una fracción
con un numerador que es una función de xI1, ..., xIk , es decir de los tiempos globales en
que se realizan las entradas, y un denominador constante independiente del tiempo de las
entradas. Entonces el problema de maximizar la probabilidad se reduce al numerador, esto es
el volumen del poliedro paramétrico, y dadas las características de la función de evaluación
del mismo este se hace computacionalmente tratable por una familia de algoritmos numéricos.

En particular la característica que nos interesa aprovechar es la unimodalidad de la
función de evaluación. La prueba de esto radica en el hecho de que representa el volumen
seccional de un politopo convexo.

Las desigualdades 5.1, 5.2 y 5.3 forman una intersección de semi-espacios sobre las varia-
bles x1, ..., xm. Siendo estas variables acotadas por la definición del sistema, entonces las de-
sigualdades forman un politopo convexo de dimensión m. La integral

∫

B(xI1
,...,xIk

)
dxO1...dxOl

es

entonces el volumen de B(xI1 , ..., xIk), y esta es una función V : (R+)k → R+, donde
xI1, ..., xIk son los parámetros de entrada del problema de maximización.

Sea h(x, i) el hiperplano en (R+)m definido fijando xi = x y sea H el subespacio
H(xI1, ..., xIk)

.
= {(xI1, ..., xIk , xO1 , ..., xOl

) | xOj
∈ R+, 1 ≤ j ≤ l} que es intersección de

los k hiperplanos h(xI1 , 1) ∩ ... ∩ h(xIk , k), cada uno estableciendo un valor de entrada del
sistema, sea K el politopo generado por las desigualdades 5.1, 5.2 y 5.3. Entonces la función
V (xI1 , ..., xIk) puede también verse como el volumen del politopo convexo K ∩H(xI1, ..., xIk)
que vive en (R+)m, por lo tanto la función de evaluación denota el volumen seccional de un
politopo convexo [9]. Dado el Corolario 3.13 del Teorema de Brunn-Minkowski, la función
de evaluación es unimodal.

En resumen, las características de la función de evaluación que definen que algoritmos es
posible utilizar para la maximización son:

Unimodalidad: si el método de maximización converge a un máximo, este será el má-
ximo global. Aun así la función no es cóncava ni incluso continua.

No diferenciabilidad: al estar definida por regiones solapadas, es imposible calcular el
gradiente, ya que en los bordes de las regiones es imposible de determinar. Este hecho
descarta un gran número de los métodos de maximización.

Ejemplo 5.6. En los gráficos de la Figura (5.8) podemos visualizar la función de evaluación
del volumen seccional del Ejemplo 5.5. En la figura de la izquierda vemos la función de
volumen y se puede observar una discontinuidad pronunciada en la recta xj = xi. A la
derecha podemos ver como las condiciones de aplicación particionan, en este caso, la región
de incertidumbre.

También podemos observar la discontinuidad de la función V (xi, xj), fijando xi = 2,
y variando xj . La misma se observa en xj = 2. Y de manera similar, haremos con la no
diferenciabilidad y no concavidad, fijando xj = 1, se manifiesta en xi = 2. Sin embargo, en
ambos gráficos de la Figura (5.9) se puede notar la propiedad de unimodalidad.

Con esto en mente, decidimos utilizar un método de maximización de funciones multidimen-
sionales que no requiera calcular gradientes. Entre estos métodos se incluye al método de
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Figura 5.8: Visualización de la función de evaluación del ejemplo (5.5)
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Figura 5.9: Análisis de la función de evaluación del ejemplo (5.5)
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colina abajo o Nelder-Mead [35, Sección 10.4] y el de Powell[35, Sección 10.5]. Utilizaremos
este último ya que [35] indica que es más rápido en la mayoría de las aplicaciones.

Estos método de maximización, como muchos otros de búsqueda multidimensional, re-
quieren que implementemos búsqueda lineal sobre un vector n-dimensional: dados como
entradas los vectores P y n, y la función f encuentra el escalar λ que minimiza f(P + λn),
reemplazando P por P + λn y reemplazando n por λn. Implementada la búsqueda lineal, el
método multidimensional consiste en elegir la dirección n para la siguiente búsqueda lineal.

La búsqueda lineal que implementaremos es la de Fibonacci, ya que dado un número
fijo de evaluaciones esta ha sido probada óptima para encontrar el máximo de una función
unimodal [26].

El método de Powell es conocido como uno de los métodos de conjuntos de direcciones.
El método más simple de estos, para N dimensiones, consiste en: tomar los vectores unidad
e1, e2, ..., eN como conjuntos de direcciones. Usando búsqueda lineal, nos movemos en la
primera dirección a su máximo, desde ahí lo hacemos a lo largo de la segunda dirección a su
máximo, y así sucesivamente, ciclando por el conjunto de direcciones hasta que la función
pare de crecer. Este algoritmo puede ser muy ineficiente para un gran número de funciones,
en especial aquellas que tienen valles en algún ángulo respecto de las coordenadas. Como
las funciones de volumen seccional tienen esta característica, no decidimos implementar este
método que es el citado en [42] ya que no es conveniente.

En cambio, el método de Powell intenta remediar el déficit de este método simple, dando
buenas direcciones que nos permitan seguir los valles y que no interfieran entre sí de manera
que la maximización en una dirección no sea “pisada” por una dirección siguiente.

El primer paso del método consiste en inicializar el conjunto de direcciones ui como
vectores unitarios:

ui = ei i = 1, ..., N

Ahora repetiremos la siguiente secuencia de pasos (procedimiento básico) hasta que la
función pare de crecer:

Guardamos la posición inicial como P0.

Para i = 1, ..., N , movemos Pi−1 al máximo en la dirección ui y llamamos a ese punto
Pi.

Para i = 1, ..., N − 1, asignamos a ui ← ui+1.

Asignamos a uN ← PN − P0.

Mover PN al máximo en la dirección uN y llamar a este punto P0.

Para garantizar la independencia de las direcciones, vamos a reinicializar el conjunto de
direcciones ui a los vectores unitarios ei luego de N o N + 1 iteraciones de procedimiento
básico.

Este método puede conseguir en una pasada de N(N + 1) maximizaciones lineales el
máximo para una función cóncava. Es necesario notar que este método no da garantía de
convergencia a nuestra maximización, debido a que nuestra función no es cóncava.

Además la búsqueda del máximo se realiza en una región donde en gran parte de la
función evalúa a 0 porque no se satisface ninguna condición de aplicación. Debido a ello,

48



el éxito de la maximización también depende fuertemente del punto en que iniciemos la
búsqueda.

Otra asunción crítica para esta clase de algoritmos es que la región de incertidumbre
donde se encuentra el máximo debe ser conocida previamente. El siguiente es un procedi-
miento para obtener el rango inicial de la búsqueda del máximo de la función de evaluación.
Recordemos que el sistema definido por 5.1, 5.2 y 5.3 es de la forma de un DBM, por lo que
las desigualdades pueden ser de dos formas: ±xi ≤ c y xi − xj ≤ c. Como pedimos que el
sistema sea acotado, lo tomaremos para definir el rango inicial.

En [34], se presenta el algoritmo que denominaremos de Pratt, donde un sistema de
desigualdades es codificado como un grafo dirigido con pesos para decidir satisfactibilidad.
Los nodos son las variables x1, ..., xm con un nodo especial representando el 0. Para cada
desigualdad xi − xj ≤ c, el lado xi

c
→ xj es agregado. En el caso xi ≤ c, agregamos el lado

xi
c
→ 0, cambiando la dirección de la flecha para el caso −xi ≤ c. Entonces el camino más

corto de xi a 0 (0 a xi) es la cota superior mínima (inferior máxima). Usando el algoritmo
de Bellman-Ford [10, Secc. 2.3.4] para camino más corto de origen único, en O(m2) pasos
obtenemos todos los caminos más cortos desde 0 a cualquier xi, o sea sus cotas inferiores
máximas. Dando vuelta la dirección de todos los lados y volviendo a computar obtenemos los
caminos más cortos de cualquier xi a 0, obteniendo las deseadas cotas superiores mínimas.
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Parte II

Implementación
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Capítulo 6

Descripción del algoritmo

De manera abstracta, vamos a desglosar el algoritmo propuesto por Wolovick, D’Argenio
y Qu [42].

Dado un modelo STIOA y un caso de prueba con k entradas y l salidas el algoritmo
realiza lo siguiente:

1. Calcular la ejecución de prueba paramétrica con k parámetros (variables de entrada)
y l variables ligadas (las de salida), renombrando las entradas y salidas del caso de
prueba con el número de ocurrencia de la misma y validando el caso de prueba como
un camino del modelo.

2. Derivar el sistema de desigualdades B de k+l variables con las restricciones de tiempos
globales de las ocurrencias de las transiciones de prueba. Este sistema de desigualdades
tiene las siguientes propiedades:

a) el conjunto de soluciones es un politopo convexo, o sea un poliedro convexo aco-
tado, de k+l dimensiones,

b) el mismo está parametrizado en k dimensiones o parámetros,

c) cada desigualdad del sistema es una diferencia de variables acotada,

d) las cotas de las desigualdades son números enteros

3. Determinar la satisfactibilidad del sistema de desigualdades B y de esta forma saber
si es temporalmente viable la ejecución del caso de prueba provisto. También definir la
región de incertidumbre para los k parámetros del sistema o hiperrectángulo que los
acota.

4. Calcular el volumen seccional del politopo convexo con k parámetros y l variables liga-
das denotado por el sistema de desigualdades B. Lo llamaremos función V : Rk → R

y es la integral de la función constante 1 de las l variables ligadas sobre el politopo
convexo B.
Para obtener esta integral, descomponer B de manera tal que cada porción tenga lí-
mites de integración simples para cada variable ligada, por ej. que ambos límites sean
lineales. Observamos que cada porción a su vez será un politopo convexo de k + l di-
mensiones con k parámetros.
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Formar la función de evaluación, que por cada porción tiene:

a) la función de volumen de la porción: es un polinomio de grado l en k variables. Se
puede calcular de manera simbólica usando el teorema fundamental del cálculo y
las propiedades de las integrales de funciones polinomiales.

b) la condición de aplicación para la función: es un politopo convexo de k dimensio-
nes.

5. Buscar el vector de Rk, dentro de la región de incertidumbre, que maximiza el volumen
seccional del politopo convexo.

6. Calcular la máxima probabilidad de ejecución, dado el volumen máximo y el volumen
total de la ejecución de prueba paramétrica.

7. Informar el resultado de la optimización

TEO está pensado para ser una implementación de referencia de esta técnica. “Un lenguaje de
programación dinámico y de código abierto enfocado en la simplicidad y productividad [cuya]
elegante sintaxis se siente natural al leerla y fácil al escribirla [...]”[3] parece apropiado para
esta tarea. A continuación, discutiremos detalles de esta implementación del algoritmo y
las diferencias del algoritmo implementado con el propuesto en [42]. Estos algoritmos serán
presentados en el lenguaje de implementación debido a su alta legibilidad y comprensibilidad
y con comentarios descriptivos.

6.1. Cálculo de ejecución de prueba paramétrica

Utilizar estrictamente la definición de los STIOA no se consideró como la forma más
práctica de modelar nuestro sistema. En su lugar utilizamos una notación de composición
paralela de componentes con sincronización de a pares.

Cada componente es un sistema etiquetado de transiciones determinístico y conexo. De
cada estado una transición puede tener sólo un estado resultante. Una transición es conside-
rada como salida sólo si se definen las cotas temporales para la ocurrencia de la misma. Por
lo tanto, una transición no puede ser de salida y entrada en el mismo componente y todas
las ocurrencias de una transición de salida tiene los mismo límites temporales.

La composición paralela de estas componentes determinará un sistema STIOA equivalen-
te. La composición requiere que cada transición de entrada ocurra sólo en un componente.
Lo mismo para cada transición de salida. Una transición es considerada como salida de la
composición si ocurre como salida de un componente. En el caso que una transición sea salida
en un componente y entrada en otro, se la considerará una transición de salida y sincronizará
la ejecución de ambos ya que no estará habilitada si no se encuentra habilitada en ambos
componentes.

Ejemplo 6.1. El Ejemplo 4.2 ilustra la equivalencia entre esta notación y la definición de
STIOA. Gráficamente este es el sistema citado, notar que los símbolos ? y ! se usan sólo
para favorecer la comprensión siguiendo la notación habitual de canales de comunicación en
notaciones de procesos.
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Este sistema se representa en TEO en el siguiente archivo YAML [11]:

−−− ! ruby/object : TEO : : Driver : : ParallelCompFactory
components :
− − : s1
− [ [ : s1 , : a , : s2 ] , [ : s2 , : i , : s3 ] , [ : s3 , : b , : s4 ] ]
− [ [ : b , 4 , 6 ] ]

− − : t1
− [ [ : t1 , : a , : t2 ] , [ : t2 , : j , : t3 ] , [ : t3 , : c , : t4 ] ]
− [ [ : a , 1 , 2 ] , [ : c , 2 , 5 ] ]

− − : u1
− [ [ : u1 , : d , : u2 ] ]
− [ [ : d , 1 , 9 ] ]

test_case : [ : a , : i , : j , : b , : c ]

La primer línea declara la clase con la que se instanciará este objeto. El objeto consta de
dos atributos: components y test_case:

el primero es un arreglo de componentes, donde cada componente es una terna con

• el estado inicial del componente,

• un arreglo con las ternas que representan las transiciones (estado inicial, transición
y estado final) y

• otro arreglo de ternas con las transiciones de salida, el limite inferior y el límite
superior del intervalo de incertidumbre de ocurrencia de la transición;

el segundo es un arreglo con las transiciones del camino de prueba.

Una de las suposiciones del algoritmo es que todas las transiciones participantes de una
ejecución deben ser diferentes. Por este motivo para calcular la ejecución de prueba paramé-
trica a partir de un modelo de este tipo y un camino de prueba lo haremos en términos de
ocurrencias de transición.

Cada ocurrencia de transición consta de la transición participante, el número de ocurren-
cia (utilizando 0 para la primera ocurrencia), y el inicio y final del período de habilitación.
Una ocurrencia de transición comienza en el momento en que la transición se encuentra
habilitada y en el momento anterior o fue ejecutada o no se encontraba habilitada. Esta
termina cuando es ejecutada o deja de estar habilitada.

El método comienza con el cálculo de las ocurrencias de transición, luego se agregan las
transacciones a la ejecución de pruebas paramétrica, primero las que son ejecutadas en el
caso de prueba y luego el resto de las transacciones participantes.
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#Devuelve una nueva in s t an c i a de #ParamTestExecution dado una de
#ParallelComp +model+ y un ar r e g l o con l a s t ransacc iones de caso de
#prueba +tes t_case+
def calculate model , test_case

#Ver i f i c a r precondic ión
check_pre_calculate model , test_case

#Calcu lar de ocurrencia de t ransacc iones
trans_occurrs , test_case_occurrs =

calculate_trans_occurrs model , test_case

param_test_exec = TEO : : Model : : ParamTestExecution . new
#Agregar ocurrenc ias de t r an s i c i ón e jecu tadas
for trans_occurr in test_case_occurrs

append_trans param_test_exec , trans_occurr , model , test_case_occurrs

end

#Agregar ocurrenc ias de t r an s i c i ón no e jecu tadas
for trans_name , trans_occurr_a in trans_occurrs

trans_occurr = trans_occurr_a . last
unless trans_occurr == ni l or test_case_occurrs . include? trans_occurr

append_trans param_test_exec , trans_occurr , model , test_case_occurrs

end

end

#Devolver e j ecuc ión de prueba paramétrica
param_test_exec

end

Al calcular las ocurrencias de transición, las ubicaremos en dos contenedores: un arreglo
ordenado de la manera que ocurren en el caso de prueba y un hash de arreglos indexados
por transición y que contienen sólo las ocurrencias de esta de manera ordenada.

#Devuelve una dupla con un hash con todas l a s ocur renc ias de t r an s i c i ón
#(#TransOccur ) , indexadas por nombre y un ar r e g l o de l a s ocur renc ias de l a s
#t ransacc iones ordenadas como en e l caso de prueba
def calculate_trans_occurrs model , test_case

#In i c i a l i z amos contenedores
trans_occurrs = Hash . new { | hash , key | hash [ key ]= [ ] }
test_case_occurrs = [ ]
#Pedimos e l es tado i n i c i a l d e l modelo
curr_state = model . initial
#Por cada momento de l caso de prueba
test_case . each_index do | curr_time_point |

#Pedimos l a t r an s i c i ón ac t u a l
curr_tc_trans = test_case [ curr_time_point ]
#En cada t r an s i c i ón de l modelo
model . each_trans do | trans |

#Obtenemos l a ocurrencia de t r an s i c i ón ac t u a l
curr_trans_occurrs_a = trans_occurrs [ trans ]
curr_trans_occurr = curr_trans_occurrs_a . last
#Pedimos s i l a t r an s i c i ón es t á h a b i l i t a d a
trans_is_enabled = model . enabled ?( curr_state , trans )
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#Si l a t r an s i c i ón es t á h a b i l i t a d a
i f trans_is_enabled #

#Si ya e x i s t e una ocurrencia de trans_name ,
# s i e s t a se encuentra h a b i l i t a d a y ,
# es t a occurrencia no fue e j ecu tada en e l paso an t e r i o r
i f curr_trans_occurr and

( curr_trans_occurr . stop == curr_time_point) and

( curr_trans_occurr != test_case_occurrs [ curr_time_point − 1 ] )
curr_trans_occurr . continue !

#es una nueva occurrencia de t r an s i c i ón
# o s i no e x i s t e una occurrencia de trans_name
else

curr_trans_occurrs_a <<
TransOccurr . new (

trans ,
curr_trans_occurrs_a . length ,
curr_time_point ,
curr_time_point + 1)

end

# e l s e # s i no es t á hab i l i t a da , no hay occurrencia de t r an s i c i ón
end

#Si es l a t r an s i c i ón que va a ser e j ecu tada
i f trans == curr_tc_trans

#Si no es t á hab i l i t a da , lanzamos una excepc ión
raise "The␣transition␣#{trans}␣isn’t␣enabled␣at␣#{curr_time_point

}-th␣test␣case␣step" unless trans_is_enabled

#Asociamos a l t es t_case l a occurrencia ac t u a l
test_case_occurrs [ curr_time_point ] = curr_trans_occurrs_a . last

end

end

#Pedimos e l es tado s i g u i e n t e de l a e j ecuc ión
curr_state = model . following( curr_state , curr_tc_trans)

end

[ trans_occurrs , test_case_occurrs ]
end

6.2. Derivación del politopo convexo paramétrico

Tal como sugiere el trabajo original, representaremos el sistemas de desigualdades deri-
vado de la ejecución de prueba paramétrica como una matriz de diferencias acotadas (DBM)
con parámetros. Es decir, elegiremos el dominio abstracto de las DBM paramétricas para
representar el politopo convexo paramétrico.

Dicho esto, la derivación es muy directa dadas las desigualdades (5.1), (5.2) y (5.3). En
este momento, tendremos en cuenta que el hecho de si la desigualdad es o no estricta no
afecta nuestro cómputo, por lo que consideraremos que no lo son. También en este dominio
llamaremos a los tiempos de las entradas parámetros y a los tiempos de las salidas variables,
por ser las variables ligadas del sistema.
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#Devuelve una #ParamDBM asociada a l a ParamTestExecution +pte+
def calculate pte

#Verif icamos precondic ión
check_pre_calculate pte

trans = ni l

#In i c i a l i z amos contenedores de l a s dimensiones
params , vars = [ ] , [ ]
#Agregamos cada t r an s i c i ón tomada en e l contenedor r e s p e c t i v o
pte . each_taken_trans do | trans |

i f pte . is_output_trans?( trans )
vars << trans

else

params << trans

end

end

#Agregamos cada t r an s i c i ón de s a l i d a no tomada a l a s v a r i a b l e s
pte . each_enabled_not_taken_trans do | trans |

vars << trans i f pte . is_output_trans?( trans )
end

#In i c i a l i z amos l a DBM paramétrica
pcp = TEO : : Model : : ParamDBM . new params , vars

previous_trans = ni l

#Iteramos cada t r an s i c i ón tomada/ e jecu tada
pte . each_taken_trans do | trans |

#Agregamos una ecuación t i po 2
pcp . add_ineq( previous_trans , trans , 0)
#Si es de s a l i d a
i f pte . is_output_trans?( trans )

#Agregamos l a s ecuac iones t i po 3
pcp . add_ineq( pte . start_trans( trans ) , trans , −pte . lower_bound( trans ) )
pcp . add_ineq(trans , pte . start_trans( trans ) , pte . upper_bound( trans ) )

end

previous_trans = trans

end

#Iteramos por cada t r an s i c i ón de s a l i d a no tomada/ e jecu tada
pte . each_enabled_not_taken_trans do | trans |

i f pte . is_output_trans?( trans )
#Agregamos l a s ecuac iones de t i po 3
pcp . add_ineq( pte . start_trans( trans ) , trans , −pte . lower_bound( trans ) )
pcp . add_ineq(trans , pte . start_trans( trans ) , pte . upper_bound( trans ) )
#Agregamos una ecuación t i po 4
pcp . add_ineq( pte . stop_trans( trans ) , trans , 0)

end

end

pcp

end
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6.3. Determinar la satisfactibilidad del sistema de de-

sigualdades

Determinar la satisfactibilidad del sistema de desigualdades B, nos permite saber si es
viable temporalmente la ejecución del caso de prueba provisto. En el mismo paso deberíamos
poder calcular también la región de incertidumbre para los k parámetros o hiperrectángulo
que los acota, condición útil para implementar el algoritmo de maximización.

Esto se implementa con el siguiente algoritmo.

#Devolver l a reg ión de incer t idumbre para l a +param_dbm+ dada
def calculate param_dbm

#Instanciamos eva luador de s a t i s f a c t i b i l i d a d
sat_checker = Pratt . new
#Pasamos l a s d e s i gu a l dade s a l eva luador
param_dbm . each_ineq do | pos_var , neg_var , bound |

sat_checker . add_ineq( pos_var , neg_var , bound )
end

#Lanzamos una excepc ión a menos que param_dbm sea s a t i s f a c t i b l e
raise "ParamDBM␣isn’t␣satisfiable" unless sat_checker . is_satisfiable?
#Instanciamos una reg ión de incer t idumbre para l o s parámetros
unc_region = TEO : : Model : : UncRegion . new param_dbm . params
#Agregamos l a s co t as de cada parámetro de l a reg ión
for param in param_dbm . params

unc_region . add_bound(
param ,
sat_checker . maximal_lower_bound( param ) ,
sat_checker . minimal_upper_bound( param )

)
end

#Devolvemos l a reg ión de incer t idumbre
unc_region

end

Como dijimos en la sección 5.3, la representación en DBM del sistema de desigualdades
nos permite aplicar el algoritmo propuesto por Pratt [34] y recomendado por el trabajo
original.

La implementación se realiza en una clase que crea un grafo dirigido con pesos.

class Pratt

#Constante representando e l v é r t i c e e s p e c i a l 0
ZERO = 0

#Devuelve un v e r i f i c a d o r de s a t i s f i a b i l i d a d de Prat t
def initialize

#In i c i a l i z amos un gra fo d i r i g i d o
@graph = Digraph . new
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@distance_from_zero = {} ; @distance_to_zero = {}
end

#add_ineq agrega una des i gua ldad a l v e r i f i c a d o r representando
#"pos_var − neg_var >= bound " . Tanto pos_var como neg_var
#puede ser n i l , pero no ambos .
def add_ineq pos_var , neg_var , bound

raise "Both␣vars␣can’t␣be␣nil" unless pos_var or neg_var

#Agregamos un lado desde e l v é r t i c e p o s i t i v o a l v é r t i c e negat i vo
#con peso bound y usando e l v é r t i c e ZERO s i l a var es n i l
@graph . add_edge ! ( pos_var | | ZERO , neg_var | | ZERO , bound )

end

end

Usando el algoritmo de Bellman-Ford [10, Secc. 2.3.4] calcularemos las distancias entre
las variables y 0, las que dependiendo del sentido de las flechas será la mínima cota superior
o la máxima inferior. Este algoritmo requiere que no haya ciclos negativos para obtener las
distancias, pero aún en estos casos la implementación devolverá una distancia negativa lo que
se informará como no satisfactibilidad ya que representa una contradicción del sistema. Algo
similar sucederá con las variables no acotadas cuya distancia será reportada como infinita,
en este caso con valor nil (es decir, nulo en Ruby).

class Pratt

#Devuelve t rue s i e l s i s t ema con l a s de s i gu a l dade s dadas es s a t i s f a c t i b l e
def is_satisfiable?

#Guardamos un hash con l a d i s t an c i a de l camino más cor t o
#desde ZERO hasta e l r e s t o de l o s v é r t i c e s usando Bellman−Ford
@distance_from_zero = @graph . bellman_ford_moore( ZERO ) [ 0 ]
#Revertimos e l g ra fo
rgraph = @graph . reversal
#Guardamos un hash con l a d i s t an c i a de l camino más cor t o
#desde e l r e s t o de l o s v é r t i c e s has ta ZERO usando Bellman−Ford
@distance_to_zero = rgraph . bellman_ford_moore( ZERO ) [ 0 ]
is_satisfiable = true

#En cada v a r i a b l e / v e r t i c e , d i s t i n t a de ZERO
for var in @graph . vertices

max_upper = @distance_from_zero [ var ]
opp_min_lower = @distance_to_zero [ var ]
#A menos que l a s d i s t a n c i a s desde y hac ia ZERO para cada v e r t i c e
#es t en de f in idas , y l a co t as super ior no sea menor que l a menor
#y l a menor no sea que ZERO, e l s i s t ema es s a t i s f a c t i b l e

unless max_upper and opp_min_lower and

opp_min_lower >= −max_upper and max_upper <= 0
is_satisfiable = fa l se

break

end

end

is_satisfiable

end
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#Devuelve l a mínima cota super ior de var s i e x i s t e , s i no n i l
def minimal_upper_bound var

@distance_to_zero [ var ]
end

#Devuelve l a máxima cota i n f e r i o r de var s i e x i s t e , s i no n i l
def maximal_lower_bound var

from_zero = @distance_from_zero [ var ]
−from_zero i f from_zero

end

end

La implementación concreta de Pratt usa la técnica de memoización para mejorar el
desempeño de la misma.

6.4. Calcular el volumen seccional del politopo convexo

paramétrico

Para realizar la integral de la función constante 1 de las l variables ligadas sobre el politopo
convexo B con k parámetros, el trabajo original sugiere utilizar Schechter y Fourier-Motzkin
para descomponer B de manera tal que cada porción tenga límites simples (lineales) de inte-
gración para cada variable ligada y condiciones de aplicación simples para cada parámetro.
Para luego integrar en cada porción y agregar la función polinomial resultante junto a la
respectiva condición de aplicación en la función de evaluación.

En este punto, el trabajo original hace una apreciación errónea al indicar que la función
de evaluación es una función por partes. Es cierto que el mismo Schechter [36, pag. 250]
indica que las intersecciones entre las porciones obtenidas por la descomposición, si no son
vacías, suceden en hiperplanos; que incluso hiperplanos como estos también pueden aparecer
en la descomposición; y que ambos hechos pueden ser ignorados en términos de la integra-
ción. Estos hechos tienen sentido si integramos en las porciones completas, en definitiva si
no tenemos parámetros, pero este no es nuestro caso. Nada indica que las condiciones de
aplicación, subpoliedros de k dimensiones de una porción de k + l dimensiones, sean dis-
juntas, incluso la afirmación anterior nos indicaría que es probable que formen parte de la
intersección entre partes.

Dicho esto observamos que la función de evaluación no es una función por partes sino
la sumatoria de funciones booleanas (condiciones de aplicación) por funciones polinomiales
(integral de variables ligadas). La implementación elegida en este caso para la función de
evaluación es un hash donde las funciones polinomiales son acumuladas por condición de
aplicación.

El hecho que las condiciones de aplicación no sean disjuntas, elimina la ventaja de pro-
yectar los parámetros del poliedro convexo, por lo que realizaremos la descomposición de
Schechter sólo hasta el nivel que garantice que las variables ligadas poseen límites simples
de integración. Esto mejora la eficacia de nuestro algoritmo respecto del algoritmo original.
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A continuación vemos el algoritmo para calcular el volumen seccional.

#Devuelve una #EvalFunct ion f o r the g iven parametr ized dbm +param_dbm+
def calculate param_dbm

#In i c i a l i z amos l a función de eva luac ión
eval_fun = EvalFunction . new param_dbm . params
#Instanciamos a un ár bo l de Schechter
tree = Tree . new ( param_dbm)
#Iteramos por cada nodo en e l n i v e l donde l o s l ím i t e s de in t e g r ac i ón
#son s imp le s
tree . each_node_at_level( param_dbm . vars . size ) do | subpolytope |

#Calculamos l a condic ión de ap l i c a c i ón asoc iada a l s u bpo l i t opo
appl_cond = subpolytope . calculate_appl_cond
#Si l a condic ión de ap l i c a c i ón es s a t i s f a c t i b l e
i f appl_cond . is_satisfiable?

#Calculamos l a función po l inomia l con e l volumen de l s u bpo l i t opo
#rea l i z ando l a i n t e g r a l de 1 de l a s v a r i a b l e s l i g a d a s
polinomial = subpolytope . calculate_volume
#Agregamos l a porc ión en l a función de ap l i c a c i ón
eval_fun . add_piece( appl_cond , polinomial)

end

end

#Devuelve l a función de eva luac ión
eval_fun

end

En las subsecciones siguientes detallaremos este algoritmo.

6.4.1. Descomposición del politopo convexo

Para realizar la integral sobre el poliedro convexo, necesitamos descomponerlo hasta
obtener límites simples en las variables a integrar. Schechter propone utilizar el método
de eliminación de Fourier-Motzkin sobre una variable del politopo, y del sistema resultante
combinar las desigualdades que ligan a esta variable con el hiperplano que forma la proyección
de la misma en 0 para obtener una descomposición cuya unión es el politopo original. Con esto
en mente, construye un árbol en el que cada nivel representa una nueva variable proyectada.

Antes de comenzar vamos a notar que ambos algoritmos representan el sistema de de-
sigualdades como una matriz aumentada, i.e. una matriz donde cada fila representa una
desigualdad y cada columna corresponde al coeficiente de la misma variable, excepto la últi-
ma columna a la derecha que contiene la cota superior de la sumatoria de las variables por
sus respectivos coeficientes.

Como queremos proyectar particularmente las variables del politopo convexo paramétri-
co, ubicaremos a estas en las primeras l columnas del sistema. De esta manera, en el l-ésimo
nivel del árbol ya tendremos los subpolitopos con límites simples de integración. Para me-
jorar aún más el desempeño ordenaremos a las variables de menor a mayor de acuerdo al
costo de descomposición en la matriz original. Como el algoritmo proyecta las variables de
derecha a izquierda, tomamos como el costo de descomposición al número de subpolitopos
que resultarían de descomponer el sistema si fuera la variable a proyectar, i.e. el número de
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índices positivos por el de negativos en la columna que representa la variable. Esta idea es
sugerida en [39].

Lo descripto en el paso anterior es lo que se realiza al instanciar un árbol de Schechter.
En resumen, se provee el politopo paramétrico original, se instancia el nodo raíz, proveyendo
los parámetros, las variables y la respectiva matriz aumentada, y por último se ordenan las
variables.

class Tree

#Devuelve un Tree dado un po l i t opo paramétrico convexo
def initialize( system )

#Instanciamos nodo raíz , ob ten iendo l a matr iz aumentada de system
@system = Node . new ( system . params , system . vars , system . to_a , 0)
#Ordenamos l a s v a r i a b l e s de acuerdo a cos t o de decomposición
@system = @system . sort_vars

end

end

Para iterar por los nodos del árbol en el nivel l-ésimo no vamos a crear el árbol hasta el
nivel deseado y una vez construido iterar en las hojas del mismo. Esto aumentaría terrible-
mente el consumo de memoria de nuestro sistema. En nuestra implementación haremos una
búsqueda en profundidad l de las hojas de nuestro árbol. La implementación no es la ideal
ya que calculamos todos los hijos de cada nodo intermedio en vez de sólo el hijo por el cual
vamos a continuar la búsqueda lo que haría al consumo de memoria de a lo sumo l nodos.
A pesar de esto el consumo es significativamente menor al que requería el árbol completo.

Entonces el algoritmo que recorre los nodos de cierto nivel es relativamente simple, ya
que comienza con una cola cuyo único elemento es el nodo raíz, y continua hasta vaciar la
cola, calculando los hijos de un nodo y agregándolos a la cola si no son del nivel deseado, o
en caso contrario, pasándolos como argumento al bloque provisto.

class Tree

#Invoca e l b l oque p rov i s t o por cada nodo a n i v e l l e v e l pasandolo
#como argumento .
def each_node_at_level level

#I n i c i a l i z a r co la de procesamiento
processing = [ @system ]
#Mientras l a co la no e s t é vac ia
while not processing . empty? do

#Tomar e l ú l t imo nodo de l a co la
current_node = processing . pop
#A menos que e l nodo sea de l n i v e l esperado
unless current_node . level == level

#Agregar sus h i j o s a l a co la de procesamiento
processing . concat ( current_node . childrens)

else

#Ejecu tar e l b l oque p rov i s t o con e l nodo como parámetro
yield current_node

end
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end

ni l

end

end

Un nodo devuelve sus hijos de acuerdo a Schechter, primero instanciando un sistema
apto para Fourier-Motzkin. Recordemos que un nodo de nivel n tiene dos límites por las
primeras n variables. Entonces, si no es un nodo del último nivel, partimos el sistema entre
las primeras 2n filas y las restantes. Sobre estas últimas aplicamos Fourier-Motzkin. A menos
que este procedimiento devuelva una excepción, en cuyo caso devolvemos un arreglo vacío,
el resultado obtenido es descompuesto como lo describe Schechter y por cada sistema se
instancia un nodo del nivel siguiente que es agregado al arreglo resultante. Los sistemas
cuyos nuevos límites son iguales, no son agregados al resultado porque forman un hiperplano
y por el teorema fundamental del cálculo su integral será 0.

class Node

#Devuelve un ar r e g l o con l o s h i j o s d e l nodo de acuerdo a Schechter
def childrens

#Obtener s is t ema para FM
system = System . new (@ndim , @rows )
result = [ ]
#Si e l n i v e l es menor que l a cant idad de v a r i a b l e s más parámetros
i f @level < @ndim

#Calculamos e l subs is t ema no a f í n
unaffine_subsys = system . tail @level

#Nos quedamos con e l subs is t ema a f í n
affine_subsys = system . head ! @level

begin

#Eliminamos l a primer v a r i a b l e d e l s i s t ema no a f í n
solution = Solver . solve unaffine_subsys

#Descomponemos l a s o l u c i ón de acuerdo a Schechter
decomposed_child_syss = solution . decompose @level , affine_subsys

#Por cada s is t ema de l a descomposición
for child_sys in decomposed_child_syss

#Lo agregamos a l r e su l t ado , a menos que l o s l ím i t e s
#de l a v a r i a b l e proyectada sean i g u a l e s
result <<
Node . new ( @params , @vars , child_sys . to_a , @level + 1) unless

child_sys . are_equal?( @level + 1)
end

rescue FourierMotzkin : : SystemInfeasible
#Si e l s i s t ema es con t r ad i c t o r i o , no t i en e h i j o s
end

end

#Devolvemos e l a r r e g l o con l o s h i j o s
result

end

end
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El método de eliminación de Fourier-Motzkin es realizado por la biblioteca FM de Louis-
Noël Pouchet [33] y se encuentra disponible junto a su documentación en [2].

Como dijimos antes, Schechter indica que en un nodo de nivel n las desigualdades de las
filas 2i y 2i+ 1 nos dicen los límites de la (i+ 1)-ésima variable en función de las l − i − 1
variables restantes y los k parámetros para i = 0, ..., n − 1. Tomamos al sistema A como
la matriz con las primeras 2n filas y columnas eliminadas (en realidad basta con eliminar
las primeras 2n filas y eso es lo que implementamos). Habiendo aplicado Fourier-Motzkin
a A, el sistema resultante P con las r primeras filas positivas y s primeras negativas será
descompuesto de la siguiente manera. Llamaremos P ¹ a la proyección de P en la variable n-
ésima igual a 0, o sea el sistema P menos las primeras r+s filas. La descomposición constará
de los sistemas P 1

ij para i = 0, ..., r−1 y j = 0, ..., s−1 obtenidos con la siguiente receta: para
p = 0, ..., r−1, p 6= i reemplazar en P la fila p por (fila p - fila i) y para p = r, ..., r+s−1, p 6= j
reemplazar en P la fila p por (fila p - fila r+ j). La implementación realizada además ubica
a las filas i y r + j en las dos primeras filas de P 1

ij. Esta descomposición se implementa en
los métodos a continuación.

class System

#Devuelve l a decomposición de +s e l f+ en l a columna +dim_idx+,
#agregando por de lan t e l a s f i l a s de +af f ine_sub_polyhedra+.
def decompose dim_idx , affine_sub_polyhedra

#Calcu la l a s l i s t a s de ín d i c e s de f i l a s p o s i t i v a s y n e ga t i v a s en dim_idx
classify_rows( dim_idx )
result = [ ]
#Por cada índ i c e p o s i t i v o
for pos_row_idx in @pos_row_idxs

#Por cada índ i c e nega t i vo
for neg_row_idx in @neg_row_idxs

#Agregar a l r e s u l t ado e l nodo P^1_ij
result <<

FourierMotzkin : : System . new (
@ndim ,
affine_sub_polyhedra . to_a +

build_p_ij( pos_row_idx , neg_row_idx)
)

end

end

result

end

#Dado e l í n d i c e de una f i l a p o s i t i v a pos_row_idx y una f i l a nega t i va
#neg_row_idx , devue l ve una matr iz con , e l orden dado :
#∗ l a f i l a p o s i t i v a se l e cc ionada ,
#∗ l a f i l a nega t i va se l e cc ionada ,
#∗ l a s f i l a s con 0 ,
#∗ e l r e s t o de l a s f i l a s p o s i t i v a s menos l a f i l a p o s i t i v a se l ecc ionada
#∗ e l r e s t o de l a s f i l a s n e ga t i v a s menos l a f i l a nega t i va se l ecc ionada
def build_p_ij pos_row_idx , neg_row_idx

result = [ ]
rest_pos_row_idxs = @pos_row_idxs − [ pos_row_idx ]
rest_neg_row_idxs = @neg_row_idxs − [ neg_row_idx ]
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p1_rows_idx = ( ( 0 . . . @rows . length ) . to_a − rest_pos_row_idxs) −
rest_neg_row_idxs

for row_idx in p1_rows_idx

result << @rows [ row_idx ]
end

for row_idx in rest_pos_row_idxs

offset = −1
result << @rows [ row_idx ] . collect do | cell_value |

offset+=1; cell_value − @rows [ pos_row_idx ] [ offset ]
end

end

for row_idx in rest_neg_row_idxs

offset = −1
result << @rows [ row_idx ] . collect do | cell_value |

offset+=1; cell_value − @rows [ neg_row_idx ] [ offset ]
end

end

result

end

end

Recordamos que un aspecto muy importante del algoritmo presentado es que todas estas
operaciones mantienen los nodos como DBMs. En Fourier-Motzkin, como los sistemas son
DBMs los coeficientes ya son 1, 0 ó -1, por lo que no es necesario normalizar las filas, y
como en el paso siguiente sumamos dos filas cuyo primer coeficiente es 1 y -1, eliminamos
una variable y en el caso de que ambas hayan sido diferencias de variables, si no se eliminan
entre sí, forman otra diferencia. En la descomposición de Schechter, sucede algo similar, ya
que restamos dos filas donde los primeros coeficientes son 1 ó -1.

6.4.2. Determinar condición de aplicación y su satisfactibilidad

En cada porción de la descomposición, es decir en cada nodo en el nivel l-ésimo del árbol,
debemos determinar la condición de aplicación de la misma. Como veremos a continuación,
en términos de complejidad, el cálculo del volumen de la porción es significativamente mayor
incluso que la determinación de la satisfactibilidad de la condición, por lo que sólo haremos
este cálculo si la condición de aplicación es satisfactible.

A diferencia del trabajo original, las condiciones de aplicación no poseen sólo 2k restric-
ciones o desigualdades, ya que realizamos Schechter sólo a las variables ligadas, pero siguen
siendo un politopo convexo de k dimensiones caracterizable como una DBM. Esto hace
que la implementación de las condiciones de aplicación sea directa, así como determinar su
satisfactibilidad ya que podemos utilizar nuevamente el algoritmo de Pratt.

Determinar la condición de aplicación de una porción consiste en incluir en esta solamente
las desigualdades en término de los parámetros. En nuestra implementación, estas son las
desigualdades ubicadas a partir de (2l + 1)-ésima fila de la matriz aumentada.

Dado que nuestra función de evaluación consiste de un hash indexado por las condiciones
de aplicación, debemos implementar una función de hash para las mismas.
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6.4.3. Cálculo del volumen de cada porción

Ya hemos dicho que el volumen de cada porción es una función polinomial de k variables.
Este se obtiene de la siguiente integral

∫ upper(xOl)

lower(xOl)
. . .

∫ upper(xO1)

lower(xO1)
1dxO1 . . . dxOl

donde upper (xOi
) y lower (xOi

) son límites lineales de la forma ±xj + c con c ∈ Q y j ∈
{Oi+1, . . . , Ol, I1, . . . , Ik}. Para cada i = 1, . . . , l, upper (xOi

) (lower (xOi
)) se obtiene de la

2i-ésima ((2i+ 1)-ésima) fila de la matriz subyacente que representa una desigualdad de la
forma xOi

− xj ≤ c (xj − xOi
≤ −c) con j ∈ {Oi+1, . . . , Ol, I1, . . . , Ik}.

Para realizar el cálculo de la integral utilizamos el siguiente término general

∫ upper(x)

lower(x)

cxk1
1 . . . xkn

n xkdx =
c

k + 1
xk1
1 . . . xkn

n

(

upper (x)k+1 − lower (x)k+1
)

mientras c, x1, ..., xn, x ∈ R y k > 0, k ∈ Z.
Visto lo anterior y que la integral de un polinomio es igual a la suma de la integral de

sus términos, podemos observar que la función del volumen de la porción será una función
polinomial de grado l en k variables.

Con esto en mente, implementamos una representación para polinomios que contenga su
expansión y pueda ser integrada en límites lineales. También nos interesa sumar polinomios,
en el caso que en la función de evaluación agreguemos una porción con una condición de
aplicación ya existente.

Esta representación utiliza un hash para indexar los términos que lo componen de acuerdo
a su parte literal.

class Polinomial

#Devuelve un pol inomio
def initialize

@terms = {}
end

#Agrega un término
def add_term new_term

unless new_term . coef == 0
key = new_term . key
current_term = @terms [ key ]
i f current_term then

current_term << new_term

@terms . delete ( key ) i f current_term . coef == 0
else

@terms [ key ] = new_term

end

end

se l f

end
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#Actua l i z a e l pol inomio por e l r e s u l t a n t e de l a in t e g r ac i ón
#de d i f e r e n c i a l +d i f f+ en t re l o s l ím i t e s ( l i n e a l e s ) +upper+ y +lower+
def integrate ! diff , upper , lower

terms = @terms

@terms = {}
for key , term in terms

term . each_integral_term(diff , upper , lower ) do | iterm |
add_term( iterm )

end

end

se l f

end

#Acumula ot ro pol inomio en e s t e
def << pol

for key , term in pol . terms
s e l f . add_term term

end

se l f

end

end

Como la integración del polinomio es la sumatoria de las integrales de cada término, la
implementación de estos debe permitir integrar entre límites lineales, y estos a su vez elevarse
a una potencia entera no negativa.

class Term

#Devuelve e l término de l a forma c ∗ x_1 ∗∗ exp_1 ∗ . . . ∗ x_n ∗∗ exp_n
#dados :
# coe f = c
# vars = {: x_1 => exp_1 , . . . , : x_n => exp_n}
def initialize(coef , vars )

@coef = coef

i f @coef == 0
@vars = {}

else

@vars = vars

end

@key = @vars . to_a
end

#Acumular o t her en s e l f s i t i enen l a mismas vars
def << other

@coef += other . coef i f @vars == other . vars
end
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#Invoca e l b l oque p rov i s t o por cada término de l a i n t e g r a l d e f i n i da
#de s e l f dada l a v a r i a b l e de in t e g r ac i ón d i f f con l o s l ím i t e s upper
#y lower
def each_integral_term diff , upper_limit , lower_limit

i f @coef == 0 or upper_limit == lower_limit then

yield ZERO

else

common_factor_vars = @vars . clone
common_factor_vars . delete ( diff )
integral_degree = ( @vars [ diff ] ) ? ( @vars [ diff ] + 1 ) : ( 1 )
common_factor =

Term . new(−@coef . to_f / integral_degree , common_factor_vars)
lower_limit . each_power_term( integral_degree) do | coef , vars |

yield ( Term . new (coef , vars ) ∗ common_factor)
end

common_factor . negate
upper_limit . each_power_term( integral_degree) do | coef , vars |

yield ( Term . new (coef , vars ) ∗ common_factor)
end

end

se l f

end

#Actua l i z a s e l f con e l r e s u l t ado de su mu l t i p l i c a c i ó n por ob j
def ∗ other

new_coef = @coef ∗ other . coef
i f new_coef == 0 then

return ZERO

else

@coef = new_coef

@vars . merge ! ( other . vars ) do | var , exp , exp_obj |
exp + exp_obj

end

@key = @vars . to_a
s e l f

end

end

#Transforma e l término en su opues to
def oppose

@coef = −@coef
s e l f

end

end
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class LinearLimit

attr_reader : coef , : var

#Devuelve un l ím i t e l i n e a l que repre sen ta a coe f + var
def initialize(coef , var )

@coef = coef

@var = var

end

#Invoca por cada término de l r e s u l t ado de e l e v a r s e l f a l a exp−ésima
#pot enc ia entera no negat iva , e l b l oque p rov i s t o con e l c o e f i c i e n t e
#y l a s v a r i a b l e s de cada término como parámetros
def each_power_term exp

raise ArgumentError , "Integer␣>=␣0␣expected␣as␣argument" unless

exp . kind_of ?( Integer ) and exp >= 0
i f exp > 0

yield ( ( @coef ∗∗ exp ) , {}) unless @coef == 0
i f exp > 1 and @var and not ( @coef == 0)

combinat_number = exp . to_f
for term_number in ( 1 . . exp − 1)

rev_term_number = ( exp − term_number)
yield ( combinat_number ∗ ( @coef ∗∗ rev_term_number ) ,

{@var => term_number})
combinat_number =

combinat_number ∗ rev_term_number / ( term_number + 1)
end

end

yield (1 , {@var => exp}) i f @var

else #exp == 0
yield (1 , {})

end

end

end

6.5. Búsqueda del máximo volumen del politopo convexo

paramétrico

El siguiente paso del algoritmo requiere que realicemos la búsqueda vector de Rk que
provea el máximo volumen seccional del politopo convexo B.

Como la función de evaluación del volumen es unimodal podemos estar seguros de que
la búsqueda del mismo no se detendrá en un máximo local. Pero en una parte significativa
de la región de incertidumbre la misma evalúa a 0 e incluso no es continua. Esto quiere
decir que nuestra función a maximizar puede no ser cóncava lo que no permite garantizar la
convergencia de la búsqueda en el máximo. Notar que cuando nos referimos a no convergencia
no nos referimos al hecho de que el algoritmo no termine, sino que la búsqueda termine antes
de encontrar el máximo.

Los puntos anteriores no son mencionados en el trabajo original. Incluso el método su-
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gerido por el trabajo original para realizar la búsqueda del máximo en un espacio multidi-
mensional puede ser muy ineficiente.

En este trabajo se implementó otro método de búsqueda por conjunto de direcciones,
el método de Powell (ver Sección 5.3), que es más eficiente y garantiza convergencia si la
función es cóncava.

Otro aspecto a considerar en la búsqueda del máximo es que la evaluación de la función
es más costosa de lo previsto. Al no ser una función por partes, no hacemos simplemente
búsqueda de la condición de aplicación que aplique para evaluar una función polinomial. En
cambio debemos acumular la evaluación de las múltiples funciones polinomiales para las que
vale su respectiva condición de aplicación.

6.5.1. Evaluación de la función de volumen

La implementación de la evaluación de la función es muy directa, ya que consiste en
acumular el polinomio de cada porción que aplique en los valores dados. Los valores de los
parámetros son dados en un hash.

class EvalFunction

def evaluate param_values

resulting_value = 0
for appl_cond , polinomial in @pieces

i f appl_cond . evaluate( param_values)
piece_value = polinomial . evaluate( param_values)
resulting_value += piece_value unless piece_value < 0

end

end

resulting_value

end

end

La condición de aplicación evalúa cada restricción hasta que encuentra una que devuel-
va falso, si no lo hace devuelve verdadero. En este sentido, la condición de aplicación es
conjunción de las restricciones.

class ApplCondition

def evaluate param_values

for key , cons in @conss

return fa l se unless cons . evaluate param_values

end

true

end

end

Cada restricción es evaluada realizando la diferencia de los valores de parámetro y de-
volviendo el resultado de la comparación con la cota. Notar que la evaluación es estricta

71



cuando la cota es negativa, o sea inferior. Si bien la función de evaluación por definición es
unimodal, en la implementación si todos los límites fueran no estrictos, cuando la función
fuera evaluada donde se produce la intersección de dos condiciones se obtendría el doble,
rompiendo la unimodalidad.

class Constraint

def evaluate param_values

i f @bound > 0
( param_values [ @var]−param_values [ @nvar ] <= @bound )

else

( param_values [ @var]−param_values [ @nvar ] < @bound )
end

end

end

La evaluación de polinomios y términos es directa

class Polinomial

def evaluate param_values

result = 0
for key , term in @terms

result += term . evaluate( param_values)
end

result

end

end

class Term

def evaluate param_values

result = @coef

unless @coef == 0
for var , power in @vars

result ∗= ( param_values [ var ] ∗∗ power )
end

end

result

end

end

6.5.2. Búsqueda multidimensional por conjuntos de direcciones

Para la búsqueda multidimensional implementamos un método de búsqueda por conjun-
tos de direcciones, en particular la variante convergente del algoritmo de Powell.

En el trabajo original es propuesta la variante más simple de los métodos de búsqueda
por conjuntos de direcciones [29]. Esta consiste, en realizar una búsqueda unidimensional, en
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este caso Fibonacci, por cada parámetro de forma recursiva hasta llegar a un punto donde
encontramos un valor menor al previamente evaluado. Hay una equivocación en el trabajo
original al decir que ese valor se encuentra en tantas búsquedas como parámetros.

El método de Powell luego de haber buscado en tantas direcciones como parámetros y
busca en la recta que une el punto con el que empezó y con el que acaba de terminar. Para
esto requiere adaptar el método de búsqueda unidimensional.

La terminación de éste método está garantizada debido a que al terminar un ciclo si el
valor es menor o igual al actual se detiene la búsqueda. En el caso restante de no terminación
sería que nos acerquemos al máximo con un comportamiento de Zenón pero no es posible
dada la presición finita del punto flotante.

def direction_set_search

#Calculamos vec t or base
basis_vectors = calc_basis_vectors

set_of_directions = basis_vectors . clone
#Calculamos e l punto de i n i c i o de l a búsqueda
current_point , f_current_point = calc_initial_point

previous_point , f_previous_point = current_point , f_current_point

n_iteration = 0
#Mientras no sean l a s 2 primeras i t e r a c i o n y haya nuevo máximo
while n_iteration < 2 or f_current_point > f_previous_point

#Guardamos e l punto an t e r i o r
previous_point = current_point ; f_previous_point = f_current_point

#Buscamos e l máximo en cada d i r e c c i ón de l conjunto
for direction in set_of_directions

current_point , f_current_point =
linear_search( current_point , f_current_point , direction)

end

#Descartamos l a primer d i r e c c i ón de l conjunto
set_of_directions . shift
#A menos que e l punto i n i c i a l y e l f i n a l sea e l mismo
unless current_point == previous_point

#Agregamos l a d i r e c c i ón en t re e l punto i n i c i a l y e l ú l t imo
set_of_directions <<

linear_transform( current_point , −1, previous_point)
#Buscamos e l máximo en l a nueva d i r e c c i ón
current_point , f_current_point =

linear_search( current_point , f_current_point , set_of_directions . last )
end

n_iteration += 1
#Si no hay d i r e c c i on e s o ya cambiamos e l conjunto de d i r e c c i on e s
#completo , r e i n i c i a l i z amo s e l conjunto de d i r e c c i on e s .
#Esta es l a var ian t e convergente de Powel l
i f set_of_directions . empty? or

n_iteration % set_of_directions . size == 0
set_of_directions = basis_vectors . clone

end

end

[ previous_point , f_previous_point ]
end
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Como nuestra función evalúa a 0 para muchos valores y puede no ser cóncava, el punto de
comienzo es crítico para converger al máximo en nuestra búsqueda. Para encontrar el punto
de inicio vamos a utilizar el hecho que cuando calculamos satisfactibilidad de las condiciones
de aplicación, calculamos el mínimo hiperrectángulo que acota a esta. Los centros de estos
hiperrectángulos son buenos candidatos para encontrar nuestro punto de inicio. En particular
elegiremos al que logre la máxima valuación de la función. En caso de que todos estos puntos
evalúen a 0, comenzaremos en el centro de la región de incertidumbre.

def calc_initial_point

current_point = ni l ; f_current_point= 0
max_point = @unc_region . center
f_max_point = @eval_fun . evaluate( max_point)
@eval_fun . each_appl_cond do | appl_cond |

current_point = appl_cond . center
i f current_point

f_current_point = @eval_fun . evaluate( current_point)
i f f_current_point > f_max_point

f_max_point = f_current_point

max_point = current_point

end

end

end

[ max_point , f_max_point ]
end

Para la búsqueda lineal, adaptaremos la búsqueda unidimensional de Fibonacci [26], que
como el método de la proporción dorada o de Lucas, reducen el intervalo de incertidumbre
paso a paso hasta encontrar un intervalo suficientemente reducido para que el error sea menor
que la precisión deseada. Esta implementación considera cuidadosamente el caso en que la
evaluación de ambos extremos es igual, y utiliza un punto inicial para decidir en cuál de los
tres intervalos continuar la búsqueda.

#Calcu la l a s cons t an t e s de Fibonacc i y l o s
#c o e f i c i e n t e s que se u t i l i z a n en l a búsqueda
def calc_fibonacci_constants

FIB . replace [ 1 , 1 , 2 , 3 , 5 , 8 , 13 , 21 , 34 , 55 , 89 , 144 , 233 , 377 , 610 , 987 ,
1597 , 2584 , 4181 , 6765 , 10946 , 17711 , 28657 , 46368 , 75025 , 121393 ,
196418 , 317811 , 514229 , 832040 , 1346269 , 2178309 , 3524578 , 5702887 ,
9227465 , 14930352 , 24157817 , 39088169 , 63245986 , 102334155 , 165580141 ,
267914296]

for idx in ( 0 . . . ( FIB . size−2))
DELTA_FIB [ idx ] = FIB[−3−idx ] . to_f / FIB[−1−idx ]

end

end
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#Devuelve f a l s e s i l a búsqueda a lcanzó e l máximo o l a p r e c i s i ón deseada
def continue_search?

( @_bs_length > $PRECISION_LIMIT and

@_bs_n_iteration < DELTA_FIB . size ) or

@_bs_n_iteration == 0
end

#Devuelve e l nuevo i n t e r v a l o como ind ica e l método de Fibonacc i
#donde @_bs_bottom < delta_bottom < delta_upper < @_bs_upper
def calc_new_bracket

delta = DELTA_FIB [ @_bs_n_iteration ] ∗ @_bs_length

[ @_bs_bottom + delta , @_bs_upper − delta ]
end

#bracket ing_search devue l ve e l punto máximo y e l v a l o r
#r e s p e c t i v o de l a función unidimens iona l
def bracketing_search( init_bottom , init_upper , f_zero )

@_bs_bottom = init_bottom ; @_bs_upper = init_upper

@_bs_length = @_bs_upper − @_bs_bottom

@_bs_n_iteration = 0
max = 0 ; f_max = Float : : MIN # sa f e r

while continue_search?
delta_bottom , delta_upper = calc_new_bracket

f_delta_bottom = yield delta_bottom

f_delta_upper = yield delta_upper

i f f_delta_bottom < f_delta_upper

@_bs_bottom = delta_bottom

( max = delta_upper ; f_max = f_delta_upper) i f f_delta_upper > f_max

e l s i f f_delta_bottom > f_delta_upper

@_bs_upper = delta_upper

( max = delta_bottom ; f_max = f_delta_bottom) i f f_delta_bottom > f_max

else # f_bo == f_up
i f f_zero > f_delta_bottom # and f_seed > f_up

i f 0 < delta_bottom

@_bs_upper = delta_bottom

e l s i f 0 > delta_upper

@_bs_bottom = delta_upper

else

@_bs_bottom = delta_bottom

@_bs_upper = delta_upper

end

e l s i f f_zero < f_delta_bottom # and f_seed < f_up
f_max = f_delta_bottom

i f 0 < delta_bottom

@_bs_bottom = delta_bottom

max = delta_upper

e l s i f 0 > delta_upper

@_bs_upper = delta_upper

max = delta_bottom

else # seed >= bo or seed <= up
raise "Situación␣Imposible" unless

( f_zero − f_delta_bottom ) . abs < $PRECISION_LIMIT
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end

else # f_seed == f_bo == f_up
break

end

end

@_bs_n_iteration += 1
@_bs_length = @_bs_upper − @_bs_bottom

end

[ max , f_max ]
end

La búsqueda lineal encontrará un escalar a partir del punto en la dirección provista, pero
para realizarla debemos dar el intervalo inicial. En nuestro caso será el intervalo que no
permita evaluar la función fuera de la región de incertidumbre.

#Devuelve tanto e l punto como e l v a l o r máximo de l a función
#de eva luac ión comenzando en current_point , que eva lua a f_current_point
#, hac ia d i r e c t i o n
def linear_search init_point , f_init_point , direction

#Calcu lar i n t e r v a l o i n i c i a l
bottom_delta , upper_delta =

calc_initial_bracketing( init_point , direction)
scalar=ni l

#Buscar e l máximo de l b l oque s i g u i e n t e
max_delta , f_max_point =

bracketing_search( bottom_delta , upper_delta , f_init_point) do | scalar |
#Calcu lar e l punto a eva luar
point = linear_transform( init_point , scalar , direction)
#Evaluar en nuevo punto
@eval_fun . evaluate point

end

#Calcu lar e l punto máximo con e l e s c a l a r máximo
max_point = linear_transform( init_point , max_delta , direction)
#Devolver punto máximo con va luac ión máxima
[ max_point , f_max_point ]

end

#Devuelve l a máxima cota mínima y l a mínima cota máxima de l e s c a l a r
#que genere puntos dentro de l a reg ión de incer t idumbre
def calc_initial_bracketing( init_point , direction)

maximal_bottom = ni l

minimal_upper = ni l

#Por cada parámetro de l a función de eva luac ión
for param in @eval_fun . params

init_param = init_point [ param ]
dir_param = direction [ param ]
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#Calcu lo l a s co t as re spec t o a l a d i r e c c i ón en e l mismo
case dir_param <=> 0
when 0 #i f d i r e c t i o n [ param ] == 0

current_bottom = ni l

current_upper = ni l

when 1 #i f d i r e c t i o n [ param ] > 0
current_bottom =

( @unc_region . bottom_bounds [ param ] − init_param ) . to_f / dir_param

current_upper =
( @unc_region . top_bounds [ param ] − init_param ) . to_f / dir_param

else #i f d i r e c t i o n [ param ] < 0
current_bottom =

( @unc_region . top_bounds [ param ] − init_param ) . to_f / dir_param

current_upper =
( @unc_region . bottom_bounds [ param ] − init_param ) . to_f / dir_param

end

#Evaluo s i dec ido quedarme con l a s co t as de es t a dimensión
maximal_bottom = current_bottom i f (not maximal_bottom) or

( current_bottom and maximal_bottom < current_bottom)
minimal_upper = current_upper i f (not minimal_upper) or

( current_upper and minimal_upper > current_upper)
end

raise "Null␣bottom␣bound" unless maximal_bottom

raise "Null␣upper␣bound" unless minimal_upper

#Devuelvo l a s co t as para e l e s c a l a r a buscar
[ maximal_bottom , minimal_upper ]

end
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Capítulo 7

Arquitectura, diseño detallado y
metodología de desarrollo de TEO

7.1. Arquitectura

La arquitectura de TEO consiste de un módulo para driver (TEO::Driver), uno pa-
ra los modelos de datos (TEO::Model), otro para la realización de cómputos sobre estos
(TEO::Calc), más uno con los mapeos a bibliotecas externas (TEO::Native).
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Esta arquitectura realiza una separación de responsabilidades de manera similar a la
arquitectura Model-View-Controller.

TEO::Driver se encarga de cargar los datos necesarios, producir los modelos y pedir los
cómputos deseados con estos.
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En TEO::Model se ubican los modelos de datos de las entidades operadas en la aplicación.
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Las clases de TEO::Calc realizan cómputos y cálculos sobre modelos.
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7.2. Diseño detallado

En una ejecución completa de la herramienta mostraremos de qué manera interactúan
de manera dinámica los objetos de la implementación.

7.2.1. Driver

En particular, TEO::Driver::DataFileDriver#load lee el modelo STIOA del sistema y
del caso de prueba, i. e. una ejecución de prueba, de un archivo YAML con un formato es-
pecífico. Estrictamente, carga una instancia de TEO::Driver::ParallelCompFactory, que
es una fábrica de objetos que devuelve la ejecución de prueba paramétrica inherente al modelo
(#obtain_test_execution) y al caso de prueba leído (TEO::Model::ParamTestExecution).
Este cómputo se realiza con una instancia de TEO::Calc::ParallelCompPTECalculator.
TEO::Driver::DataFileDriver calcula (#calculate) la ejecución controlada de prueba
(TEO::Model::ControlledTestExecution) con mayor probabilidad de ejecución, utilizan-
do una instancia de TEO::Calc::WDQOptimizer. Debemos notar que la diferencia entre una
ejecución de prueba paramétrica y una controlada consiste en que la segunda indica los tiem-
pos en los cuales realizar las entradas al modelo y la probabilidad de éxito de la ejecución
de prueba.

7.2.2. Optimización de la ejecución de prueba

La optimización de la ejecución de prueba (TEO::Calc::WDQOptimizer#optimize) co-
mienza calculando el politopo convexo paramétrico que representa la ejecución de prueba de
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Tester

TEO::Driver::ParallelCompFactory YAML

«create»
TEO::Driver::DataFileDriver

«create»
TEO::Calc::WDQOptimizer

TEO::Calc::CTECalculator

File

load()

load(File)

TEO::Driver::ParallelCompFactory

TEO::Driver::ParallelCompFactory

calculate()

obtain_test_execution()

TEO::Model::ParamTestExecution

optimize(TEO::Model::ParamTestExecution)

TEO::Model::ControlledTestExecution

TEO::Model::ControlledTestExecution

Figura 7.1: Gráfico de secuencia de mensajes esperados por TEO::Driver::DataFileDriver

acuerdo a las desigualdades 5.1, 5.2 y 5.3. En este caso, la representación elegida para este po-
litopo es una matriz de diferencias acotadas paramétrica (TEO::Model::ParamDBM) que cal-
culamos invocando TEO::Calc::ParamDBMCalculator#calculate. En el paso siguiente, ob-
tenemos la región de incertidumbre (TEO::Model::UncRegion) de los parámetros o hiperrec-
tángulo que los acota invocando el método TEO::Calc::UncRegionCalculator#calculate.
La optimización sólo podrá realizarse si se verifica que la región de incertidumbre es acota-
da en cada uno de los parámetros. Luego calculamos la función que define el volumen del
politopo convexo paramétrico. La función de evaluación (TEO::Model::EvalFunction) es
calculada por TEO::Calc::EvalFunctionCalculator#calculate y luego maximizada por
TEO::Calc::VolumeMaximizer#optimize. Lo que resta es calcular la ejecución de prueba
controlada (TEO::Model::ControlledTestExecution) con los tiempos óptimos para cada
entrada y la probabilidad de que se ejecute, invocando TEO::Calc::CTECalculator#calculate.

7.2.3. Satisfactibilidad y región de incertidumbre

El cálculo de la región de incertidumbre (TEO::Calc::UncRegionCalculator) es realiza-
do utilizando la implementación del algoritmo de satisfactibilidad de sistemas de diferencias
acotadas de Pratt [34] (TEO::Calc::Pratt). Este requiere la implementación de un algorit-
mo del camino más corto en un grafo dirigido ponderado. En este caso se utiliza el algoritmo
de Bellman-Ford-Moore implementado en la biblioteca GRAph Theory in Ruby (GRATR) de
acuerdo a [10].
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Figura 7.2: Gráfico de secuencia de mensajes esperados por TEO::Calc::WDQOptimizer
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7.2.4. Cálculo de la función de evaluación

Para el cálculo de la función de evaluación (TEO::Calc::EvalFunctionCalculator) to-
mamos una DBM paramétrica (TEO::Model::ParamDBM), inicializamos una instancia vacía
de la función de evaluación (TEO::Model::EvalFunction) y realizamos la descomposición
(TEO::Calc::ParamSchechter::Decomposer#decompose_on_demand) de dicha DBM utili-
zando el algoritmo de Schechter para la integración sobre poliedros y acumulando el resultado
en la función de evaluación. Terminada la descomposición, hacemos inmutable a la función
(TEO::Model::EvalFunction#inmute) ya que no le agregaremos nuevas porciones durante
los cómputos siguientes y de esta manera podremos aplicar optimizaciones para mejorar la
velocidad de evaluación de la misma.

7.2.5. Descomposición del politopo paramétrico

Al descomponer bajo demanda la matriz paramétrica de diferencias acotadas, asociada a
la ejecución de prueba, (TEO::Calc::ParamSchechter::Decomposer#decompose_on_demand),
se crea una instancia de un árbol de Schechter (TEO::Calc::ParamSchechter::Tree) y
TEO::Calc::ParamSchechter::Tree#each_node_at_level itera sobre cada subpolitopo con-
vexo paramétrico con límites de integración afines para los diferenciales de las variables que
son no parametros. Cada subpolitopo afín es una porción del politopo convexo paramétri-
co del que calculamos el volumen y sobre cada uno calculamos la condición de aplicación
(TEO::Model::ApplCondition) y la función polinomial (TEO::Model::Polinomial) que re-
presenta el volumen seccional de esta porción. Ambos objetos son agregados como una nueva
porción a la función de evaluación.

7.2.6. Schechter

Cada árbol de Schechter TEO::Calc::ParamSchechter::Tree al ser instanciado requie-
re un objeto de una subclase de TEO::Model::ParamPolytope (en general una instancia
de TEO::Model::ParamDBM) y genera el nodo raíz TEO::Calc::ParamSchechter::Node del
árbol de descomposición. Cuando se solicita iterar sobre los nodos de un determinado ni-
vel (Tree#each_node_at_level) se piden los hijos de cada nodo (Node#childrens) hasta
encontrar los del nivel indicado y se invoca el bloque provisto al método con el nodo como
argumento por cada uno.

Un nodo en el árbol de Schechter (TEO::Calc::ParamSchechter::Node) denota un poli-
topo convexo paramétrico, y la unión de los nodos del mismo árbol de cada nivel denotan al
mismo politopo convexo paramétrico, en particular al que se encuentra en la raíz. Dado el do-
minio abstracto utilizado en el algoritmo de Schechter, cada nodo está representado como una
matriz aumentada paramétrica. Cuando se solicitan los hijos de un nodo (Node#childrens)
se crea un sistema (TEO::Calc::ParamSchechter::FourierMotzkin::System) equivalente
al que denota el nodo y al cual se le aplicará el método de eliminación de Fourier-Motzkin
(TEO::Calc::ParamSchechter::FourierMotzkin::Solver#solve). El sistema resultante
se descompondrá de acuerdo a Schechter (System#decompose) y de este podemos crear
los nodos hijos. De cada nodo con limites afines de integración podremos extraer la condi-
ción de aplicación (Node#calculate_appl_cond) y la función polinomial de volumen del
mismo (Node#calculate_volume).
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7.2.7. Fourier-Motzkin

Para implementar TEO::Calc::ParamSchechter::FourierMotzkin::Solver#solve uti-
lizamos en TEO::Native::FM la biblioteca DL para ligarnos con la biblioteca nativa “FM: the
Fourier-Motzkin library” [2] de Louis-Noël Pouchet. En realidad se utiliza una versión mo-
dificada para que no aborte y no se produzcan fugas de memoria en el caso que el sistema
sea contradictorio. Esta biblioteca es nativa y debe ser compilada con GCC 4.3.

7.2.8. Maximización de la función de evaluación

Dadas la función de evaluación (TEO::Model::EvalFunction) y la región de incertidum-
bre de los parámetros de la misma TEO::Model::UncRegion, buscamos los valores de estos
parámetros que nos den la valuación máxima de esta función. TEO::Calc::VolumeMaximizer
realiza esta tarea utilizando el método convergente de Powell para búsqueda acotada del má-
ximo en funciones multidimensionales (TEO::Calc::ConvergentPowellSearch) y Fibonacci
como método de búsqueda acotada en funciones lineales (TEO::Calc::FibonacciSearch).
En particular VolumeMaximizer liga estos algoritmos genéricos con el problema en que tra-
bajamos, en particular con la representación de un vector: la transformación lineal de un
vector, la evaluación de la función a maximizar y los cálculos de las cotas para la búsqueda
multi- y uni-dimensional. También se define la elección del punto de partida y el vector de di-
recciones básicas, que utilizando el conocimiento de dominio pueden mejorar la convergencia
y eficiencia de la búsqueda.

7.3. Detalles de la implementación y metodología de desa-

rrollo

Como ya comentamos el objetivo de este trabajo es construir una implementación de
referencia de esta técnica para optimizar la ejecución de casos de prueba. Decidimos trabajar
con software libre porque de esta manera se garantiza que esta sea accesible a quienes estén
interesados en hacer otra implementación. Para esto basta con que el ambiente de ejecución
sea libre, pero es deseable que las herramientas de desarrollo también lo sean. A continuación
describiremos cómo fue el proceso de desarrollo y qué técnicas y herramientas se utilizaron
en el proceso.

El desarrollo se realizó de manera incremental e iterativa con la ejecución continua de
pruebas tanto unitarias como de integración. No era requisito del trabajo implementar todos
los algoritmos utilizados por la técnica por lo que se evaluaron implementaciones de terceros.

En esta etapa se eligió como lenguaje de desarrollo a Ruby [3, 24]. Además de las ca-
racterísticas ya mencionadas soporta múltiples plataformas, e incluso permite trabajar con
bibliotecas nativas, lo que es sumamente interesante si planeamos utilizar herramientas de
desarrollo.

La primer etapa de desarrollo se concentró en los dos pasos más críticos para el desarrollo
del algoritmo: calcular la función de evaluación y obtener el máximo volumen paramétrico.
Esta etapa comenzó con una implementación parcial del problema. Durante el desarrollo del
trabajo original se realizaron pruebas de concepto del algoritmo en cuadernos de Mathema-
tica [6]. Estos cuadernos realizaban ambos pasos utilizando las características de alto nivel
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de la herramienta. Nuestro interés era aprovecharlos no como implementación de referencia,
sino como oráculo para nuestras pruebas.

Para estos pasos del algoritmo, evaluamos implementaciones de Schechter, Fourier-Motzkin
y computación simbólica. No evaluamos implementaciones de matrices de diferencia acotada
(DBM) ya que tanto Schechter como Fourier-Motzkin están definidos en término de matrices
aumentadas y se encuentra disponible al menos una implementación optimizada de Fourier-
Motzkin [2], no así de Schechter. Si bien se encontraron sistemas de álgebra computacional
(CAS por sus siglas en inglés) libres, como Maxima [4], Axiom [1], Yacas [7], estos no ofrecen
interfaces de programación en su distribución, sino servidores e interfaces gráficas o de línea
de comandos que interpretan el lenguaje propio de cada sistema. Dada la complejidad de la
implementación (establecer un mecanismo de comunicación de baja latencia con el servidor,
además de parsear y generar expresiones en un lenguaje especializado) y lo específico del pro-
blema a resolver, i.e. integrar polinomios, decidimos desarrollar este cómputo por nuestros
medios.

A continuación, se definió el algoritmo de alto nivel que consistía en estos dos pasos.
Si bien siguen estando implementados en Mathematica, en esta etapa se establecieron los
modelos de datos tanto para las entradas (politopo convexo paramétrico, región de incerti-
dumbre), estructuras intermedias (función de evaluación del volumen) y salidas (vector de
parámetros y volumen correspondiente). Una vez implementados los modelos de datos y las
pruebas de estos pasos, desarrollamos los módulos que proveerán la misma funcionalidad,
pero implementando la técnica indicada.

El paso siguiente a implementar fue la obtención de la región de incertidumbre desde un
politopo convexo paramétrico, en concreto, el algoritmo de Pratt. En este caso encontramos
una biblioteca nativa de Ruby para trabajar con grafos.

En las siguientes etapas, se implementan la carga de STIOAs desde un formato de ar-
chivo específico, la obtención de la ejecución paramétrica y el politopo convexo paramétrico
correspondiente.

Una vez que la herramienta ya fue funcional, comenzamos el proceso de optimización y
refactorización del código. Fue esencial para la optimización poseer herramientas para medir
el uso de recursos de los diferentes bloques funcionales del sistema, y para la refactorización
tener un conjunto de prueba de regresión exhaustivo que nos provea confianza de que los
cambios de diseño no afectan el desempeño y, sobre todo, la funcionalidad.
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Parte III

Resultados
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Capítulo 8

Experimentos

8.1. Pruebas con diferentes ejecuciones

Tanto [27] como [42] nos ofrecen ejemplos para probar nuestras técnicas. Utilizaremos
estos sistemas y variantes más complejas para ilustrar el comportamiento de la herramienta.

La primera ejecución de prueba no posee entradas y es la planteada por Jurdzinksky et ál.
en [27]. Para este caso no habrá maximización ni función de evaluación y el único resultado
que obtendremos es la probabilidad de la ejecución. Ver Figura 8.1.

La ejecución de ejemplo de un STIOA de [42], utiliza un sistema con tres componentes
que compiten entre sí, mientras dos de ellos largan de manera sincronizada. Ver Figura 8.2.

Una variante al sistema anterior, es un sistema con cuatro componentes, con una de ellas
sincronizando a otras dos con el siguiente caso de prueba. Ver Figura 8.3.

Otra variante es replicar las componentes sincronizadas y el caso de prueba, duplicando
las condiciones de carrera. Ver Figura 8.4.

Por último, construimos una variante cíclica del sistema de “example v” donde ejecuta-
remos dos veces el mismo caso de prueba. Ver Figura 8.5.

s1
s2a[1,5]

s3

b[2,5]

v1 v2
g[2,6]

w1 w2
h[3,7]

s4
c[1,4]

s5
d[2,4]

Figura 8.1: Este sistema y el caso de prueba δ = ag forman la ejecución de prueba “jurdzinski”
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s1 s2
a

t1 t2
a[1,2]

u1 u2
d[1,9]

t3
j

t4
c[2,5]

s3
i

s4
b[4,6]

Figura 8.2: Este sistema y el caso de prueba δ = aijbc forman la ejecución de prueba
“example V”

s1

s2a[1,2]

t1
t2a

u1

u2
b

v1

c[1,12]

u3

l

f[1,3]

t3
b[1,2]

t4

j
e[2,5]

s3

i

d[4,6]

Figura 8.3: Este sistema y el caso de prueba δ = abijldef forman la ejecución de prueba
“triple”
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u1 
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v2 
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w1 

d[1,10] 
v3 
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f[4,6] s1 

s2 
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t1 

t2 

a[1,2] 
t3 

j 

c[2,5] 

s3 i 
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Figura 8.4: Este sistema y el caso de prueba δ = aeikjlbfcg forman la ejecución de prueba
“double”.

s1
s2a

t1

t2
a[1,2]

u1

d[1,9]

t3

j

c[2,5]

s3
i

b[4,6]

Figura 8.5: Este sistema y el caso de prueba δ = aijbcdaijbc forman la ejecución de prueba
“twice”
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8.2. Resultados obtenidos

TEO obtuvo los siguientes parámetros óptimos con sus respectivas probabilidades de eje-
cución en los casos estudiados, ordenados por complejidad en su cálculo.

Ejecución k l Probabilidad Parámetros

jurdzinski 0 2 0,25850694 { }
example v 2 3 0,09027777 {i0 = 2; j0 = 4}

triple 3 5 0,0533899 {i0 = 3, 5815; j0 = 5, 5815; l0 = 7, 5815}
double 4 6 0,00956489 {i0 = 2; k0 = 2, 2961; j0 = 4, 5302; l0 = 4, 9088}
twice 4 7 0,00766653 {i0 = 2; j0 = 3, 9695; i1 = 9, 7137; j1 = 11, 9183}

Cuadro 8.1: Probabilidad de ejecución de los casos estudiados con TEO

El sistema de álgebra computacional Mathematica sólo pudo resolver los dos primeros
casos obteniendo resultados idénticos a TEO. En el resto de los casos no devolvió ningún
resultado incluso durante ejecuciones de ocho o más horas.

Ejecución k l Probabilidad Parámetros

jurdzinski 0 2 1489
5760

{ }
example v 2 3 0.0902778 {i0 = 2; j0 = 3,99999}

triple 3 5 N/A N/A
double 4 6 N/A N/A
twice 4 7 N/A N/A

Cuadro 8.2: Probabilidad de ejecución de los casos estudiados con Mathematica

8.3. Análisis de desempeño

Para nuestras pruebas utilizamos un sistema Intel Core2 Quad Q9400 de 2,67 Ghz con
4GB 800MHz DDR2 corriendo openSUSE 11.2 (x86_64) con kernel linux 2.6.31.

Los resultados siguientes se obtuvieron con el intérprete Ruby de mejor desempeño en el
sistema de prueba, Ruby Enterprise Edition 1.8.7 2009.10 [5]. Además este intérprete provee
soporte para medir consumo de memoria.

Los resultados a continuación representan los promedios de 30 ejecuciones consecutivas
de cada caso.
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Figura 8.6: Desempeño de los casos estudiados

Vemos que la elección de las ejecuciones no fue azarosa. Cada escenario intenta representar
ejecuciones donde no es trivial decidir la competencia entre tiempos de entrada y tiempo
de salida para obtener la máxima probabilidad de ejecución. Y de escenario a escenario
tratamos de hacer cada vez más compleja la competencia introduciendo más pasos en los
casos de prueba.

Dicho esto y analizando los tiempos de procesamiento y la cantidad de memoria solicitada
por cada ejecución podemos deducir que, al menos para los peores casos, hay un crecimiento
exponencial de los recursos consumidos ante el aumento de pasos en el caso de prueba.
También se observa cierta correlación entre el aumento del tiempo de procesamiento y el
consumo de memoria.

Teniendo en cuenta que hay un aumento de la complejidad en cada caso estudiado, es
interesante también analizar cómo se distribuyen los recursos en cada paso del algoritmo.

En la Figura 8.7 podemos observar que, salvo el caso no parametrizado, la maximización
del volumen seccional generalmente utiliza la mitad del tiempo de ejecución, y que el resto
del tiempo es para calcular la función de evaluación, donde los pasos significativos son la
descomposición de Schechter incluyendo Fourier-Motzkin, el cálculo de las condiciones de
aplicación y su satisfactibilidad, y el cálculo de la función polinomial.
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Figura 8.7: Distribución de tiempo de procesamiento en cada ejemplo
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Figura 8.8: Distribución de memoria solicitada en cada ejemplo
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En el caso del consumo de memoria (Figura 8.8), hay dos puntos muy interesantes a
destacar:

como la maximización consiste fundamentalmente en múltiples evaluaciones de la fun-
ción de volumen, prácticamente no solicita memoria1;

el cálculo de las funciones polinomiales que representan el volumen de cada porción
consume mayor cantidad de memoria a medida que el caso es más complejo.

1La maximización consume memoria, en su mayoría hash de diferentes puntos, por eso en example_v
todavía es una carga (10 %) pero la cantidad de puntos es prácticamente lineal al número de parámetros,
por lo que a medida que aumenta la complejidad y crece el consumo global de memoria exponencialmente,
este consumo es cada vez menos significativo. En jurdzinski, no hay maximización.
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Capítulo 9

Conclusiones

La técnica para optimizar la ejecución de casos de prueba para autómatas de entra-
da/salida estocásticos temporizados de [42] posee ahora una implementación de referencia.
Esta también funciona para el problema en sistemas no controlados (sin entradas) como el
expuesto en [27].

Durante el desarrollo también se encontraron defectos en [42], particularmente el hecho
de la función de evaluación resultante no es una función por partes sino una sumatoria con-
dicionada de funciones polinomiales y la maximización de la misma no es convergente con
el método de direcciones simples. Ambos hechos aumentan la complejidad del problema,
justamente porque al no ser cóncava la función de evaluación no se puede garantizar conver-
gencia y las evaluaciones son más costosas por no sólo ser una búsqueda de la condición de
aplicación, sino la acumulación de todos los polinomios que cumplan.

La herramienta permite completar la generación de los casos de prueba, no sólo indicando
los tiempos apropiados para las entradas sino también la probabilidad de ejecución de los
mismos. Estos casos de prueba no sólo pueden ser ejecutados sino también utilizados para
validar el modelo. Incluso si no estamos interesados en la probabilidad de la ejecución de un
caso de prueba, podemos validar esta traza al menos para saber si es posible de ejecutar,
lo cual es muy útil para validar un algoritmo de generación de casos de prueba para este
sistema.

Como trabajo final de la licenciatura, este trabajo es interesante pues permite experi-
mentar el enfoque de las ciencias de la computación en su campo de trabajo. Un problema
de ingeniería de software, como ciertamente es el testing de sistemas de tiempo real, es
abstraído a la rigurosidad matemática de un modelo computacional. Ya en este dominio se
plantea la equivalencia entre el problema original, la optimización de ejecuciones de prueba,
y uno geométrico, la maximización del volumen seccional de un politopo convexo. Ahora,
este es desglosado en un problema de álgebra computacional (Fourier-Motzkin y Schechter),
otro de grafos (Bellman-Ford usado por Pratt), uno de computación simbólica (integración
simbólica para obtener funciones polinomiales), e incluso uno de cálculo numérico (la ma-
ximización de un función multivariable), entre otros. Con el algoritmo en mente, volvemos
a tener otro problema de ingeniería de software: cómo implementar la herramienta. Ahora
diseñamos una arquitectura del programa, definimos estructuras de datos, evaluamos el pro-
ceso y el ambiente de desarrollo, para finalmente programar no sólo el programa en sí, sino
las mismas pruebas que evidenciarán su funcionamiento. Y al final, pero no por ello menos
importante, presentar un informe con los fundamentos y pruebas de su funcionamiento. Este
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trabajo representa el enfoque y propósito de nuestra formación para desempeñarnos ya sea
como profesionales o como académicos.

9.1. Trabajos futuros

Los dos aspectos centrales a mejorar de esta herramienta son: el cálculo de la función de
evaluación y la optimización de la misma.

En el primer área, el cálculo de las funciones polinomiales es el aspecto principal a estu-
diar. Ya sea a través de la utilización de una interfaz con un sistema de álgebra computacional
externa (Yacas, Axiom o Maxima) o la implementación de un algoritmo más sofisticado de
integración y manipulación de polinomios [19]. Otro aspecto a mejorar es el hecho de trans-
formar matrices de diferencias acotadas a una representación más costosa como matrices
aumentadas para poder realizar Fourier-Motzkin y Schechter. Se podrían adaptar ambos
algoritmos a este dominio abstracto, o utilizar las variantes de Fourier-Motzkin en el domi-
nio de desigualdades de dos variables (conocidas como TVPI, del inglés two variables per
inequation) de complejidad polinomial [8] o nlogn [31] y adaptar Schechter a este dominio.
Como último aspecto de este problema, evaluar si hay alternativas para integrar sobre un
poliedro [14].

Respecto del problema de la maximización hay dos aspectos susceptibles de mejora: la
evaluación de la función y el método de maximización. En esta implementación, la evaluación
consiste en decidir por cada una de las condiciones de aplicación si es verdadera, y en
ese caso, acumular el resultado de evaluar la función polinomial. Entonces la complejidad
de la evaluación es proporcional al largo de la función. Una alternativa para acotar este
recorrido sería reducir esta búsqueda a las condiciones de aplicación cuyos hiperrectángulos
que acotan contengan el punto a evaluar. Estructuras como árboles X [12] o similares se
podrían utilizar para indexar y buscar en estas cajas. Entre los métodos de optimización,
es conocido que Brent en [18] ofrece las variantes óptimas para búsqueda de máximo en
funciones no derivables. Estas son significativamente más complejas de implementar que
los métodos seleccionados, lo que no era recomendable tal vez para una implementación de
referencia.

Otro aspecto a estudiar es la posibilidad de paralelizar la implementación. Es sabido que
las operaciones sobre matrices, los métodos de maximización e incluso cómputos simbólicos
pueden aprovechar este cambio de paradigma. Además ya se han estudiado las variantes de
algunos algoritmos utilizados en esta técnica, como por ejemplo Fourier-Motzkin en [28] y
Powell en [21].

Por último, y tal vez la extensión más obvia, sea agregar en la herramienta la funciona-
lidad que permita realizar optimizaciones “al vuelo” como se indica en la última sección del
trabajo original.
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